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本书简介 

虽然许多 AI 入门指引其实都是变相的微积分教科书，但这本书大多避开了数学。相反，  

Jeff Prosise帮助工程师和软件开发人员建立对 AI的直观理解以解决商业问题。需要创建一

个系统来检测雨林中非法伐木的声音，分析文本的情感，或者预测旋转机械装置的早期故

障？这本实用的小书教给你将 AI 和机器学习应用于自己的公司所需的全部技能。 

本书提供了 Prosise 在世界各地的公司和研究机构教授的 AI 和 ML 课程的例子和插图。没

有华丽的辞藻，也没有可怕的方程式，有的只是工程师和软件开发人员的一个快速入门机

会，并提供了完整的动手操作实例。 

本书将帮助你： 

⚫ 了解何谓机器学习和深度学习，以及它们能做什么。

⚫ 了解流行的学习算法是如何工作的，以及在什么情况下应用它们。

⚫ 用 Scikit-Learn在 Python中构建机器学习模型，用Keras和TensorFlow构建神经网络。

⚫ 训练回归、二分类和多分类模型，并对它们的效果进行打分。

⚫ 构建面部识别模型和目标检测模型。

⚫ 构建语言模型，响应自然语言查询，并将文本翻译成其他语言。

⚫ 使用认知服务将 AI 集成到自己的应用中。

“如果想了解 AI 和 ML 幕后真正的工作原理，以及这些技术是如何发展和形成的，请务

必看一下本书。” 

——Todd Fine，Atmosera 公司首席战略官 

“读这本书的时候，你会忍不住想去搞点什么东西出来。” 

——Doug Turnure，Microsoft Azure 专家 

作者简介 

Jeff Prosise 是一名工程师，他酷爱向其他工程师和软件开发人员介绍 AI 和机器学习的奇

迹。他是 Wintellect 公司的联合创始人，写过 9 本书和数百篇杂志文章，在 Microsoft 培训

过数千名开发人员，并在全球最大规模的一些软件会议上发言。在另一段人生中，Jeff 在

美国橡树岭国家实验室和劳伦斯利弗莫尔国家实验室从事高功率激光系统和聚变能源研

究。在业余时间，他建造并飞行大型遥控喷气机，并经常到全球最好的一些地方去玩潜



 

 

水。2021 年他的公司被收购后，Jeff 在 Atmosera 公司担任首席学习官，帮助客户将 AI 集

成到他们的产品中。  



 

 

本书的誉美之辞 

这本书是机器学习和 AI 算法的绝佳指南。内容既简洁又全面，附带的代码实例展示了如

何将理论付诸于实践。 

——Mark Russinovich，Microsoft Azure 首席技术官和技术院士 

 

当 Jeff Prosise 对某件事情充满激情时（无论技术，他的黄颈亚马逊鹦鹉 Hawkeye，还是他

建造和飞行遥控喷气机的爱好），你肯定想听一听他在说什么。他将这种激情与清晰的解

释相结合，能比我所认识的任何人更好地交流和教授复杂的主题。他把你带到了一个学习

和理解的私人旅程中。现在，Jeff 将这些技能带到了当前正在发生的机器学习和 AI 的“技

术海啸”中（他的原话）。在这本新书中，他从基础开始建立你的理解，始终强调一种直

观的方法，并将概念和解决方案与现实世界联系起来。如果想了解 AI 和 ML 幕后真正的

工作原理，以及这些技术是如何发展和形成的，请务必看一下本书。 

——Todd Fine，Atmosera 公司首席战略官 

 

Jeff 将多年的 AI/ML 知识提炼成一本实用且易懂的指南，供各层次的从业人员参考。 

——Ken Muse，4x Azure MVP 和高级 DevOps 架构师，GitHub 

 

我初次接触机器学习时有这本书就好了。它对于 ML 工程师新手来说是一个很好的入门指

引，对于那些更有经验的人来说也是一个很好的参考。它现在是我刷新和加强对各种 ML

技术及其适用性理解的首选资料。我喜欢 Jeff 用真实世界的例子和数据集来展示每个工具

集和方法。如同神秘莫测的神经网络一样，我不知道 Jeff 的灵感是怎么来的，但就是那么

有价值。 

——Brent Rector，Amazon 首席技术项目经理；Wise Owl Consulting, LLC、Wise Owl 

Aviation Services, LLC 和 Rector Aviation Law PC 的创始人 

 

我认识 Jeff 几十年了，他总是有本事将复杂的概念说得清清楚楚。本书的风格同样如此。

大量例子、类比和彩色插图使初级和高级读者都很容易理解。 



 

 

——Jeffrey Richter，Microsoft 软件架构师，《Windows 核心编程》和《CLR via C#》作者① 

 

这本书填补了工程师和科学家的一个极其重要的空白，他们希望运用 AI 的力量来解决他

们最具挑战性的数据分析问题。本书在技术深度和实际应用之间取得了一个恰到好处的平

衡。通过工具和许多实例，读者能在自己的应用领域（包括商业、科学和其他数据丰富的

领域）成为一名高效的 AI 从业人员。 

——Shaun S. Gleason 博士，美国橡树岭国家实验室 Cyber Resilience and Intelligence 主任 

 

本书有潜力成为 ML 和 AI 爱好者的首选读物。它与众不同的地方在于，在当今科技界快

速采用机器学习的情况下，它所针对的问题直击人心！对于新手和专业人士来说，这是一

本必读的书！ 

——Lipi Deepaakshi Patnaik，Zeta Suite 软件开发工程师 

 

Jeff 总是能将深刻的技术概念包裹在伟大的故事中，这使学习过程变得轻松有趣。这或许

是他迄今为止最好的一本书，也或许是和他最相关的主题。读这本书的时候，你会忍不住

想去搞点什么东西出来。 

——Doug Turnure，Microsoft Azure 专家 

  

这是一本构建有用的机器学习系统的实用手册。它通俗易懂地讲解了如何应用最先进的

AI 算法来解决当代的商业问题。 

——Brian Spiering，Metis 数据科学讲师 

 

这本书对于想要了解机器学习的工程师和软件开发人员来说是一个完美的起点。它能帮你

打下良好的 ML 基础，并迅速让你开始处理各种由数据而非算法驱动的问题。 

——Manjeet Dahiya 博士，Ecom Express 副总裁兼 AI 和机器学习主管 

 

① 这两本书的信息请参见 https://bookzhou.com/。 



 

 

 

无论你是应用 ML 的新手，还是正在寻找一本参考书的老手，这本书都是首选的。它为所

有主要的机器学习算法类别提供了最新和最全面的指南，并配有干净的代码实现，能真正

加强你的理解。 

——Goku Mohandas，Made With ML 创始人 

 

这是为 AI/ML初级到中级读者提供的一本书出色的参考书。本书建立了一个从传统 ML到

深度学习的舒适流程，还贴心地讲解了云端的 AI 实现，这使其成为任何热心读者或从业

人员的完整端到端指南。 

——Satyarth Praveen，美国劳伦斯伯克利国家实验室计算科学工程师 

 

Jeff Prosise 是我遇到过的最好的老师之一，无论在什么平台上（课堂、博客、杂志文章、

网络研讨会、书籍等），他都有一种特殊的才能，就是再复杂的话题，他也能让我们其他

人理解。在这本书中，Jeff 不仅仅是简单地提供了对支撑机器学习的基本概念的清晰理解，

还提供了简单易懂的例子，在当前环境中演示这些概念。他对机器学习中的各种主题进行

了很好的介绍/概述，并对每个主题如何（以及应该）使用提供了明确的指导。Jeff 是为数

不多能以一种易于吸收和应用的方式，将这一复杂的主题加以阐述的人之一。对于那些希

望使用机器学习来提高自己技能的工程师和其他问题解决者来说，这是一本必读的书。 

——Larry Clement，美国加州浸会大学计算机、软件和数据科学助理教授、前系主任，曾

任波音公司 C-17 项目的高级工程师-科学家 

 

多年来，Jeff Prosise 标志性的教学风格帮助了数以千计的开发人员，本书围绕复杂的主题

展开，提供了易于理解的例子和教程。强烈推荐给那些希望将机器学习概念和技能纳入其

工作范围的工程师。 

——Vani Mandava，美国华盛顿大学电子科学研究所科学软件工程中心工程主管 

  

  



 

 

献给我过去和现在的 Wintellect 家人。 
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推荐序 

当你的父亲无限好奇你学的东西的时候，家就不再是一个安全港湾了 。 

我在 2018 年获得了分析学的硕士学位。通过研究生课程，我学会了如何利用机器学习、

AI 和分析学来为企业增加价值，并为现实世界的挑战开发解决方案。我对这些事情充满

热爱——这也是我和我父亲 Jeff Prosise 共同的热爱。事实上，我都不想告诉你有多少次他

问是否能跟我一起上课（不是开玩笑），或者当我跑回父母家准备偷得半日闲的时候，他

在厨房里就那么对我正在学的东西发起了新一轮的灵魂拷问。 

如果你曾经在飞机上经历过乱流，而你旁边的人想跟你聊天来减压，说现代喷气式客机是

多么了不起的工程，因为它们没有一个故障点，那么你就完全知道我当时的感受。 

我们对数据和分析的热爱，发展成了对其提供的价值的共同热爱。使用本书概述的工具和

技术，人们可以在不确定的情况下得出肯定的结论。数据科学使你能找出潜在的真相——

发现真正发生的事情，以及它如何驱动行为和结果。在我们的信息经济中，使用分析法而

不是直觉来窥探幕后奥秘的能力是一种值得赞赏的技能。对于在现代这种不确定性中航行

的人们和机构来说，也是至关重要的。 

同样重要的是将这些发现有效地传达给非技术性的受众，同时让他们对幕后发生的事情有

深刻的技术理解。这种沟通能力是无法伪造的（在和父亲的厨房讨论中，我曾尝试过那么

一两次）。 

分析、AI 和机器学习并没有不能克服的技术或部署问题。相反，理解正在发生的事情和

它们是如何工作的才是障碍，因为这种理解往往被笼罩在技术术语和行话中。这种进入障

碍成了一种限制因素，阻碍了人们利用数据科学来解决问题和疑问。 

这正是本书所要改变的：它扯下了外面那层朦胧的面纱，避免了行话，使这些工具和资源

变得容易使用。 

而且，说实话，我的父亲非常擅长以一种使学习过程变得毫不费力的方式，将本来令人望

而生畏的技术课题写得和讲得清清楚楚。我一生都在见证这个“奇迹”。他把从 DOS 开始

的所有课题都讲得通俗易懂，让今天商业世界的推动者和摇摆者都能理解。在过去几十年

里，他使那些我无法理解的主题为几代程序员所接受。简而言之，他是最好的。 

秘诀在于，在他的教学理念中，会问自己这样一个核心问题：“如果一个主题我从来没有

听说过，但又很感兴趣，我希望对方怎么解释它？”。考虑到数据科学带来的独特挑战，

而且这个领域的专业人士存在各种各样的观点，他的这种方法最终使这本书的可理解性达

到了一个在别的很多地方都达不到的高度。 

说真的，在复杂的 ML 和 AI 方面，你不可能得到比这本书更好的指导了。如果你已经很

熟悉了，那么这本书也能磨练你的理解，就像它现在对我做的那样（说的就是你，第 13



 

 

章）。如果你对机器学习、AI、分析以及它们会为人类带来什么价值感兴趣，你就来对了。  

无论你属于哪个阵营，都会对他所概述的主题有更深的了解，使你有能力使用这些工具，

然后讲述你自己发现的故事。 

通常，我最后会说一些像“我希望你喜欢这本书，并从中学到一些东西”这样的话，但在

这种情况下，我不会那样说。相反，我不是希望——而是知道。我知道你会像我一样，从

我父亲那里学到东西，并与他并肩作战。 

Jeff Prosise 一直是我人生的榜样，而且我非常乐意与你们分享他的这一方面。或许——只

是或许——他将点燃你对这些东西的热情，正如对我一样。 

最后，我要和你们分享他在我出生那天抱着我对我说的话：“你来啦，孩子”（Welcome to 

the show, kid）。 

——Adam Prosise，达美航空过程与创新专家 

  



 

 

译者序 

一个好的老师，会提出恰当的问题，激发学生的兴趣，然后引导学生一步一步解决问题。

在此过程中，老师会做好所有必要的铺垫，埋下所有精彩的伏笔，知道学生在什么地方会

遇到难点，然后以抽丝剥茧的方式，逐渐解开学生的疑惑。最终，学生会有“恍然大悟”

的感觉，学起来就更有劲儿了。 

简单地说，就是不要一开始设下一个很大的目标。而是把它分解为一系列小目标，让学生

在很短的时间内一个接一个的达成这些小目标，并最终促成大目标的达成，从而打造出一

个让人非常有成就感的学习过程。 

作为几十年前就已封神的技术大牛，Jeff 的多本著作均沿用了这种精彩的写作风格。引用

某个网友的话：“个人感觉大学读的很多计算机专业书籍都是叫 Jeff 或者 Jeffrey 的人写出

来的。”实情确实如此，他们不仅仅是技术的大牛，还非常乐意分享，而且知道如何以正

确的方式分享。如果还不清楚这几个 Jeff的作品，在网上查一下《MFC与Windows编程》

或者《Windows 核心编程》就知道了。 

本书的大目标是让工程师们快速掌握机器学习这一前沿技术。众所周知，机器学习的基础

是数学，所以许多人一开始就会产生畏难情绪。Jeff 完全知道读者的想法，所以一开始就

将数学从学习过程中剥离，通过区区几行代码，就调动起来了读者的学习兴趣，成功地使

读者相信“我也能行”。有了动力之后，以后的一切就完全按部就班了。读者的瘾会越来

越大，以至于最终不能自拔，兴趣盎然地看完整本书。 

星转斗移，没想到 Jeff 居然有 20 多年没写新书了（Jeffrey Richter 也有 10 多年了）。时至

2023 年，Jeff 的新书居然给我们带来一个很大的惊喜。针对目前处于风口浪尖的机器学习

主题，这本书完美诠释了什么叫“深入浅出”。 

不再多说了，请赶快享受本书吧！ 

最后，我想感谢一下女儿周子衿（Ava Zhou），她从 Drexel 大学毕业后，刚好就进入了

Covid 疫情。在此期间，她一直陪伴着我。而且我发现了疫情期间的一个“特点”，那就是

远程办公日渐红火。周子衿也正是这个时期获得了 VMware 公司的一个远程办公职位。她

对这个职位甘之如饴，乐在其中。祝福她！ 

——周靖，2023 年 1 月于成都 
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前言 

我这一生见证了三次伟大的技术革命：首先是个人电脑，然后是互联网，最后是智能手机。

机器学习（ML）和 AI 的重要性与这三者比肩，并将对我们的生活产生同样深刻的影响。 

有一天，我的信用卡公司打电话确认是不是我要购买一条 700 美元的项链，那天我首次对

机器学习产生了兴趣。不是我，但我很好奇：他们怎么知道那可能不是我？我在世界各地

都有使用信用卡，而且要说明的是，我确实时不时给我老婆买些好东西。信用卡公司一次

都没有拒绝过合法的刷卡，但有几次他们正确标记了欺诈性的刷卡。在这之前的一次是巴

西的某个家伙试图刷我的卡买机票。这一次不同的是，那家珠宝店离我家只有 2 英里。我

试着想象，到底是怎样的一种算法，可以在商店里如此靠谱地检测到信用卡欺诈。没过多

久，我就意识到有比单纯的算法更强大的东西在起作用。 

事实证明，信用卡公司通过一个复杂的机器学习模型来运行每一笔交易，这个模型非常善

于检测欺诈。那一刻改变了我的生活。这是一个很有说服力的例子，证明了 ML 和 AI 如

何使世界变得更美好。此外，了解 ML 如何实时分析信用卡交易，挑出不良交易，同时对

合法交易放行，成为我必须攀登的一座山峰。 

本书面向的读者 

最近，我接到一家制造公司工程主管的电话。他是这样说的：“直到上周，我都不知道ML

和 AI 是啥意思。现在，CEO 给我布置了任务，要弄清楚它们如何改善我们的业务，还要

在竞争对手领先之前做到这一点。我现在要从头开始。你能帮忙吗？” 

下一通电话来自一家对使用机器学习检测税务欺诈和洗钱感兴趣的政府承包公司。那里的

团队对机器学习理论相当精通，但不知道如何最好地去建立他们需要的模型。 

各地的专业人士都意识到，ML和 AI代表了一场技术海啸，他们正试图在浪潮冲垮自己之

前站到浪尖上。本书就是为这些人准备的，他们包括工程师、软件开发人员、IT 经理以及

其他相关人士。他们想要建立对 ML 和 AI 的实际理解，并应用这些知识来解决以前难以

甚至不可能解决的问题。本书试图传授一种直观的理解，只有在必要时才会诉诸于方程式。

无论你以前有没有听过，但真的不必成为微积分或线性代数的专家，就能建立一个系统来

识别照片中的目标（object），将英语翻译成法语，或者揭露贩毒者和偷税漏税者。 

我为什么写这本书 

每个作者的内心都住着一个小小的精灵，它说他们可以用别人没有的方式讲故事。我在 30

多年前写了第一本计算机书，20多年前写了最后一本，本来并不打算再写的。但现在我有

一个故事要讲。这是一个重要的故事——每个工程师和软件开发人员都应该听听。我对别



 

 

人讲这个故事的方式不完全满意，所以我写了这本书，我希望在当初学习这门手艺时能有

这本书。它从基础知识开始，带领你攀登 ML 和 AI 一座又一座的高峰。最后，你会明白

信用卡公司如何检测欺诈行为，飞机公司如何通过机器学习对喷气发动机进行预测性维护，

自动驾驶汽车如何看它周围的世界，谷歌翻译如何在不同语言之间翻译文本，以及面部识

别系统如何工作。此外，你还能自己建立类似的系统或者使用现有的系统，将 AI 集成到

自己编写的应用程序中。 

今天，最先进的机器学习模型需要在配备了图形处理单元（GPU）或张量处理单元（TPU）

的计算机上进行训练，而这通常会花费大量时间和费用。本书的一个特点是提供了一些例

子，它们能在没有配备 GPU 的普通 PC 或笔记本电脑上构建。在讲到识别照片中目标的计

算机视觉模型时，我会解释这种模型是如何工作的，以及它们如何在 GPU 集群上用数以

百万计的图像进行训练。但是，我随后就会向你展示如何使用一种称为迁移学习（transfer 

learning）的技术来重用现有模型以解决领域特有的问题，并在普通的笔记本电脑上训练

它们。 

本书在很大程度上借鉴了我在世界各地的公司和研究机构教授的课程和研讨会。我喜欢教

学，因为我喜欢看到电灯泡亮起①。我经常会在 ML 和 AI 的课程开始时说：我不是来教书

的，我是来改变你的人生的！希望你的人生会比读这本书之前有一点点不同，有一点点好。  

运行本书的代码示例 

工程师最好通过亲自做来学习，而不仅仅是读。本书包含大量代码示例，你可以通过运行

这些例子来巩固从每一章学到的知识。大多数是用 Python 编写的，并使用了流行的开源

库，例如 Scikit-Learn、Keras 和 TensorFlow。所有这些都可以在我专门建立的一个 GitHub

公共存储库中找到（https://oreil.ly/applied-machine-learning-code）。这是所有代码示例的唯

一事实来源，因为我随时能更新它。 

一些机器学习平台允许在不写代码的情况下构建和训练模型。但是，为了了解这些平台能

做什么以及具体如何做，最好的办法还是写代码。Python 是一种简单的编程语言。它很容

易学习。今天的工程师必须能自如地写代码。你可以通过本书的例子来学习 Python，如果

已经会了 Python（以及更常规意义的编程），那么你其实已经领先别人一步了。 

要在你的 PC 或笔记本电脑上运行我的例子，需要安装 64 位的 Python 3.7 或更高版本。可

以从 Python.org下载一个 Python运行时，或者可以安装一个 Python发行版，例如Anaconda

（https://oreil.ly/4NCqN）。另外，还需要确保安装了以下软件包和它们的依赖项： 

⚫ 用于构建机器学习模型的 Scikit-Learn 和 TensorFlow 

 

① 译注：即“电灯泡时刻”，形容突然灵光闪现、受到启发或者意识到什么。 



 

 

⚫ 用于数据处理和可视化的 Pandas、Matplotlib 和 Seaborn 

⚫ 用于图像处理的 OpenCV 和 Pillow 

⚫ 用于调用 REST API 和构建网络服务的 Flask 和 Requests 

⚫ 用于开放神经网络交换（ Open Neural Network Exchange，ONNX）模型的 Sklearn-

onnx 和 Onnxruntime 

⚫ 用于从音频文件生成频谱图的 Librosa 

⚫ 用于构建面部识别系统的 MTCNN 和 Keras-vggface 

⚫ 用于构建自然语言处理（Natural Language Processing，NLP）模型的 KerasNLP、

Transformers、Datasets 和 PyTorch 

⚫ 用于调用 Azure 认知服务（Azure Cognitive Services）的 Azure-cognitiveservices-vision-

computervision、Azure-ai-textanalytics 和 Azure-cognitiveservices-speech。 

可以用 pip install 命令来安装其中大多数包。如果安装了 Anaconda，其中许多包已经安

装好了，可以用 conda install 命令或类似的命令安装其余的包。 

至于环境，最好是用虚拟 Python环境来防止安装的这些包与其他包发生冲突。如果不熟悉

虚拟环境，可以在 Python.org 上阅读关于它们的信息。如果使用的是 Anaconda，那么虚拟

环境已经就位了。 

我的大部分代码示例是为 Jupyter 笔记本（Jupyter notebooks）构建的，它为编写和执行

Python 代码提供了一个交互平台。数据科学界经常使用“笔记本”来探索数据和训练机器

学 习 模 型 。 可 以 通 过 安 装 Notebook（https://oreil.ly/ZWQyG） 或 JupyterLab

（https://oreil.ly/5A3Ia）等包在本地运行 Jupyter 笔记本，也可以使用 Google Colab

（https://oreil.ly/RdRBa）等云托管环境。Colab 的一个优点是不必在自己的电脑上安装任

何东西，就连 Python 都不用。而且在我的例子要求 GPU的罕见情况下，Colab 也能为你提

供 GPU。 

Python 开发环境的设置和维护是出了名的棘手，尤其是在 Windows电脑上。如果不想创建

这样的环境，或者如果尝试过但没成功，那么只需下载一个东西就可以了。我在 Docker

容器镜像（https://oreil.ly/wzEbA）中打包了一个完整的开发环境，适合运行本书中的所有

例子。如果你的电脑上安装了 Docker 引擎（https://oreil.ly/XO5GD），那么可以用以下命令

启动容器： 

docker run -it -p 8888:8888 jeffpro/applied-machine-learning:latest 

然后，在浏览器中访问输出结果中显示的 URL，就会进入一个完整的 Jupyter 环境，里面

有我所有的代码示例和运行它们所需的一切。它们存储在一个名为 Applied-Machine-

Learning 的文件夹中，该文件夹是从同名 GitHub 存储库中克隆的。不过，使用容器有一个

缺点，即所做的更改默认不会保存。补救办法之一是在 docker 命令中使用-v 开关，从而

绑 定 到 一 个 本 地 目 录 。 更 多 信 息 请 参 考 Docker 文 档 中 的 “ 绑 定 挂 载 ”

（https://oreil.ly/7wgda）。 



 

 

本书导航 

本书分为两部分： 

⚫ 第 1 部分（第 1 章~第 7 章）讲授机器学习的基础知识，并介绍了流行的学习算法，例

如逻辑回归和梯度提升。 

⚫ 第 2 部分（第 8 章~第 14 章）讨论深度学习。作为如今人工智能的代名词，它使用深

度神经网络使数学模型和数据拟合。 

强烈建议在阅读本书时动手练习。这样会对这些材料有更深刻的理解，而且你肯定会开始

思考如何修改我的代码，玩一玩“假如…？”（what if?）游戏。 

本书采用的约定 

本书采用了以下排版约定： 

等宽字体：代码清单和段落中出现的程序元素（例如变量、函数、数据库、数据类型、环

境变量、语句和关键字等）使用等宽代码字体。例如， from skl2onnx import 

convert_sklearn。 

等宽字体加粗：要由用户亲自输入的命令或其他字面值使用加粗的等宽字体。例如，请输

入 abc。 

 这个元素代表一个提示或建议。 

 这个元素代表一个常规的注意事项。 

 这个元素代表一个警告或提醒。 

使用代码示例 

如前所述，本书的补充材料（代码实例、练习等）可从 https://oreil.ly/applied-machine-

learning-code 下载。 

如果有技术问题或者在使用代码示例时遇到问题，请电邮至 bookquestions@oreilly.com。 
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封面插图 

本书封面插图中的动物是喜庆亚马逊鹦鹉（Amazona festiva），也称为喜庆鹦鹉，生活在

巴西、哥伦比亚、厄瓜多尔、秘鲁和玻利维亚等南美国家的热带森林、林地和沿海红树林。

它们很少在远离水的地方被发现。 

喜庆鹦鹉是一种色彩非常鲜艳——甚至有点……喜庆——的中等大小的鸟类。其羽毛主要

是醒目的绿色，在翅膀边缘略微变成黄色。它们的脸上有各种各样的颜色，包括红色、蓝

色，有时还有黄色或橙色。 

喜庆鹦鹉是一个高度社会化的物种，通常成对或小群出现。大群的鸟儿经常在夜间聚集在

一起，进行集体栖息，或围绕着一个局部的食物来源，并以极其聒噪而闻名。它们喜欢吃

水果，如芒果和桃树，还有浆果、坚果、种子、花和叶芽作为补充食物。 

虽然在其森林栖息地基本保持完整的地方仍然比较常见，但由于持续的森林砍伐和预测的

栖息地减少，喜庆鹦鹉已被国际自然保护联盟归类为“近危”（Near Threatened，NT）。

O'Reilly 书籍封面上的许多动物都处于濒危状态；所有这些动物对世界都很重要。 

封面插图由 Karen Montgomery 创作，基于 Wood 的《Illustrated Natural History》一书中的

一张复古雕刻线图。本书（英文版）封面字体使用的是 Gilroy Semibold 和 Guardian Sans。

文本字体使用 Adobe Minion Pro；标题字体使用 Adobe Myriad Condensed；代码字体则使

用 Dalton Maag 的 Ubuntu Mono。 

 

  



 

 

第 1部分  用 Scikit-Learn进行机器学

习 

第 1章  机器学习 

机器学习（Machine Learning，ML）使计算机能解决短短几年前还难以解决的问题，从而

拓展了可能的边界。从欺诈检测和医疗诊断，到产品推荐和能“观察”四周的汽车，机器

学习每天都在影响我们的生活。在你读这本书的时候，科学家们正在使用机器学习来解开

人类基因组的秘密。当我们有一天能治愈癌症时，也应该感谢机器学习使之成为可能。 

机器学习是革命性的，因为它提供了一种替代用算法解决问题的方法。给定一个配方，或

者说算法，编写一个密码加密或计算每月按揭付款的应用程序并不难。只需为算法编码，

提供输入，然后接收输出即可。但是，写代码来判断照片中包含的是一只猫还是一只狗，

则完全是两码事。虽然也可以尝试用算法来做，但很快就会遇到无法识别其中的猫或狗的

一张照片。 

机器学习采取了一种不同的方法将输入转化为输出。它不依赖你来实现一个算法，而是检

查一个包含输入和输出的数据集，并学习如何在一种称为训练（training）的过程中生成自

己的输出。在幕后，称为学习算法（learning algorithms）的一些特殊算法将数学模型与数

据相匹配，并编订（codify）输入和输出数据之间的关系。一旦经过训练，模型可以接受

新的输入，并产生与训练数据一致的输出。 

所以，要使用机器学习来区分猫和狗，你不需要编码一个区分猫和狗的算法。相反，用猫

和狗的照片训练一个机器学习模型即可。最终是否会成功，则取决于所用的学习算法以及

训练数据的质量和数量。 

为了成为一名机器学习工程师，需要熟悉各种学习算法，并培养一种直觉，知道何时应该

使用一种算法，何时应该使用另一种算法。这种直觉来自于经验以及对机器学习如何使数

学模型拟合到数据的理解。本章是这一旅程的第一步。它首先概述了机器学习和最常见的

机器学习模型类型，最后介绍了两种流行的学习算法，并用它们来构建简单但功能齐全的

模型。 

1.1  什么是机器学习？ 

从存在意义的角度说，机器学习（Machine Learning，ML）是一种在数字中寻找模式并利

用这些模式来进行预测的手段。ML 使我们能用 1 和 0 的行或序列来训练一个模型，并能

从数据中学习，从而在给定一个新的序列时，模型能预测结果会是什么。学习使 ML 能找

到一个模式来预测未来的输出，也是“机器学习”中“学习”一词的来源。 



 

 

作为一个例子，考虑图 1-1 展示的 1 和 0 的表格。第 4 列的每个数字都是根据同一行中前

面的三个数字来确定的。那么，缺少的那个数字是什么？ 

 

图 1-1  由 0 和 1 构成的简单数据集 

 

一个可能的解是，对于某一行，如果前三列包含的 0 比 1 多，那么第四列就包含 0。如果

前三列包含的 1 比 0 多，那么答案就是 1。根据这个逻辑，空框中应该填入 1。数据科学家

将包含答案的列（图中的红色列）称为标签列（label column）。其余列则称为特征列

（feature columns）。对于一个预测模型来说，它的目标是在特征列的行中找到模式，使其

能预测标签是什么。 

如果所有数据集都这么简单，那么根本不需要机器学习了。但是，现实世界的数据集更大、

更复杂。数据集完全可能包含数以百万计的行和数以千计的列，这在机器学习中很常见。

在这种情况下应该怎么办？例如，如果是像图 1-2 那样的一个数据集呢？ 

 

图 1-2. 一个更复杂的数据集 

 

但凡是人，都很难检查这个数据集，并想出一套规则来预测红框里应该是 0 还是 1（不，

这不是数 1 和 0 那么简单）。试想一下，如果数据集真的有几百万行和几千列，那难度该

会有多大！ 



 

 

这就是机器学习的目的：在包含海量数字数据集中寻找模式。有 100 行还是 100 万行并不

重要。甚至许多时候越多越好，因为 100 行可能无法提供足够的样本来识别模式。 

我们说机器学习是通过对数字集合的模式进行数学建模以解决问题，这种说法并没有过分

简化。大多数问题真的可以简化为一个数字集合。例如，今天 ML 的常见应用之一是情感

分析（sentiment analysis）：检查一个文本样本，如影评或网站上的一条评价，并为其分配

0 代表负面情感（例如，“食物很普通，服务很糟糕”），或者分配 1 代表正面情感（例如，

“食物和服务都很好，还会再来”）。有的评价可能是混合的。例如，“汉堡不错，但薯条

太湿了”。在这种情况下，我们使用“标签为 1 的概率”作为情感分数。一条非常负面的

评价可能得 0.1 分，而一条非常正面的评价可能得 0.9 分（换言之，有 90%的机率它表达

的是正面情感）。 

情感分析器和其他文本处理模型经常在像图 1-3 这样的数据集上进行训练。其中，每个文

本样本都对应一行，每列都对应文本语料库（给定数据集中的所有词）中的一个词。在像

这样一个典型的数据集中，可能包含数百万行以及 2 万或更多列。 

 

图 1-3  供情感分析的数据集 

 

在每一行的标签列（最后一列）中，都用 0 代表负面情感，或者用 1 代表正面情感。每一

行中都有词计数，即一个给定的词在单个样本中出现的次数。该数据集是稀疏的，这意味

着它大部分是 0，偶尔会有一个非零的数字混入。但是，机器学习并不关心数字的构成。

如果存在可供利用的模式，能判断下一个样本表达的是正面还是负面情感，它就会找出这

些模式。垃圾邮件过滤器使用的就是这样的数据集，标签列中的 1 和 0 分别表示垃圾邮件

和非垃圾邮件。这使现代垃圾邮件过滤器能达到惊人的准确率。另外，随着时间的推移，

这些模型会变得越来越聪明，因为它们会用越来越多的真实电子邮件进行训练。 

情感分析是文本分类（text classification）任务的一个例子，即分析一个文本样本，并将其



 

 

分类为正面或负面。事实证明，机器学习也善于进行图像分类（image classification）。图

像分类的一个简单的例子是查看猫和狗的照片，并将每张照片分类为猫图（0）或者狗图

（1）。图像分类在现实世界中的应用包括标记从装配线上下来的有缺陷的零件，识别自动

驾驶汽车视野中的物体，以及识别照片中的人脸。 

图像分类模型是用如图 1-4 所示的数据集来训练的。其中，每一行代表一幅图像，每一列

代表一个像素值。假定一个数据集包含 1 百万张宽 200 像素、高 200 像素的图像，那么它

总共就有 1 百万行和 4 万列，也就是 4 百亿个数字。如果图像是彩色而不是灰度的，那么

就是 1200 亿个数字。记住，在彩色图像中，像素值由三个而不是一个数字组成。标签列

包含的数字代表相应图像所属的类别或类别。在本例中，也就是照片中出现的是哪个人的

脸。0 代表 Gerhard Schroeder，1 代表 George W. Bush，以此类推。 

 

图 1-4  用于图像分类的数据集 

 

这 些 面 部 图 像 来 自 一 个 著 名 的 公 共 数 据 集 ， 名 为 Labeled Faces in the Wild

（https://oreil.ly/YVIv2），简称 LFW。它是无数个带标签的数据集中的一个，这些数据集

在多处发布供公众使用。如果有带标签的数据集可供使用，那么机器学习一点都不难——

这些数据集是其他人（通常是研究生）辛辛苦苦花费大量时间用 1 和 0 来标记的。在现实

世界中，工程师有时会将大部分时间花在生成这些数据集上。Kaggle.com 是较受欢迎的公

共数据集存储库之一，它提供了许多有用的数据集，还经常举办比赛，让新晋的 ML 从业

人员测试他们的技能。 

1.1.1  机器学习与人工智能 

今天，机器学习（ML）和人工智能（AI）这两个术语几乎可以互换着使用，但事实上，

每个术语都有特定的含义，如图 1-5 所示。 

从技术上说，机器学习是人工智能的一个子集，它不仅包括机器学习模型，还包括其他类

型的模型，例如专家系统（expert systems，根据定义的规则做出决策的系统）和强化学习



 

 

系统（reinforcement learning systems），它们通过奖励正面的结果而惩罚负面的结果来学习

行为。强化学习系统的一个例子是 AlphaGo（https://oreil.ly/uLwpd），它是第一个击败人类

职业围棋选手的计算机程序。它在历史棋局上进行训练，并自行学习获胜策略。 

 

图 1-5  机器学习、深度学习和人工智能之间的关系 

 

今天大多数人在说 AI 的时候，其实都在说深度学习，它是机器学习的一个子集。深度学

习（Deep Learning）是用神经网络进行的机器学习。虽然一些形式的深度学习不涉及神经

网络（例如深度波尔兹曼机），但今天绝大多数深度学习都涉及神经网络。因此，ML模型

可以分为传统模型和深度学习模型，前者使用学习算法对数据中的模式进行建模，后者使

用神经网络进行建模。 

 

AI简史 

近年来，ML和 AI的受欢迎程度激增。其实，20 世纪 80 年代就已经掀起了 AI 的热潮。当

时，人们普遍以为计算机很快就能模仿人类的思维。但是，这股热潮很快就衰退了。如此

风平浪静地过了几十年，在 2010 年以前，AI 很少成为新闻。然后，一件奇怪的事情发生

了。 

感谢 NVIDIA等公司生产的图形处理单元（GPU）（https://oreil.ly/tiYd0），研究人员终于拥

有了训练先进神经网络所需的引擎。这导致了技术水平的提升，人们重拾热情。这进而导

致了更多的资金投入，催生了进一步的进步。突然之间，AI 又成了热门话题。自 20 世纪

50 年代以来，神经网络一直存在（至少在理论上），但研究人员缺乏算力，无法在大型数



 

 

据集上训练它们。如今，任何人都能购买一个 GPU 或者在云中建立一个 GPU 集群。AI 比

以往任何时候都发展得更快。随着这种进步，现在可以在软件中做一些工程师在十年前只

能梦想的事情。 

 

随着时间的推移，数据科学家已经设计出擅长某些任务的特殊类型的神经网络，包括涉及

计算机视觉的任务——例如，从图像中提取信息——以及涉及人类语言的任务，例如将英

语翻译成法语。我们将从第 8 章开始深入研究神经网络。届时，你将具体了解深度学习如

何将机器学习提升到一个新的高度。 

1.1.2  监督和无监督学习 

大多数 ML 模型都属于以下两大类别中的一类：监督学习（supervised learning）模型和无

监督学习（unsupervised learning）模型。监督学习模型的目的是为了进行预测。我们用带

标签的数据来训练它们，这样它们就能接受未来的输入并预测标签会是什么。今天使用的

大多数 ML 模型都是监督学习模型。一个很好的例子是美国邮政总局对邮件进行分类时，

用来将手写的邮政编码转化为计算机可以识别的数字的模型。另一个例子是信用卡公司对

刷卡进行授权的模型。 

相比之下，无监督学习模型不需要带标签的数据。它们的目的是提供对现有数据的见解

（insights），或者将数据归类，并对未来的输入进行相应的分类。无监督学习的一个典型

例子是检查客户从你的公司购买的产品，以及是哪些客户购买的，以确定哪些客户可能对

你准备推出的新产品最感兴趣，然后建立一个针对这些客户的营销活动。 

垃圾邮件过滤器是一种监督学习模型。它需要带标签的数据。根据收入、信用分和购买历

史对客户进行细分的模型是一种无监督学习模型，它所消耗的数据不必加上标签。为了帮

助理解这种区别，本章其余部分将更详细地探讨有监督和无监督学习。 

1.2  使用 k-means 聚类算法的无监督学习 

无监督学习经常采用一种称为聚类算法（clustering）的技术。聚类算法的目的是按相似性

对数据进行分组。最流行的聚类算法是 k-means 聚类算法（https://oreil.ly/8duYJ），它需要

获取 n 个数据样本，并将它们分成 m 个聚类，其中 m 由你指定。 

分组是通过一个迭代过程进行的，它为每个聚类计算一个中心点，并根据样本与聚类中心

点的接近程度将其分配给聚类。如果一个特定的样本到聚类 1 中心点的距离是 2.0，而同

一个样本到聚类 2 中心点的距离是 3.0，那么该样本将被分配给聚类 1。在图 1-6 中，200

个样本被松散排列在三个聚类中。左边的图显示的是原始的、未分组的样本。右边的图显

示了聚类中心点（红点）和按聚类着色的样本。 



 

 

 

图 1-6  使用 k-means 聚类算法进行分组的数据点 

 

那么，如何编码一个实现 k-means 聚类算法的无监督学习模型？最简单的方法是使用世界

上最流行的机器学习库：Scikit-Learn（https://oreil.ly/bSQT2）。它是免费和开源的，而且

是用 Python写的。文档写得非常好，如果有任何问题，简单的一次谷歌搜索就有可能找到

答案。在本书前半部分，我将使用 Scikit 完成大部分的例子。本书“前言”描述了如何安

装 Scikit 并配置你的计算机来运行这些例子（或者使用一个 Docker 容器）。所以，如果还

没有配置你的开发环境，现在是时候了。 

要使用 k-means聚类算法，首先要创建一个新的 Jupyter 笔记本，并将以下语句粘贴到第一

个单元格： 

 

运行该单元格，再在下个单元格中运行以下代码，从而生成一系列半随机的 x 和 y 坐标对。

这段代码使用 Scikit 的 make_blobs 函数（https://oreil.ly/h5sIB）来生成坐标对，并使用

Matplotlib 的 scatter 函数（https://oreil.ly/bnmNw）来绘制它们。 

 

你的输出应该与我的相同，这要归功于 random_state 参数，它为 make_blobs 内部使用的

随机数发生器提供了种子。 



 

 

 

接着，使用 k-means 聚类算法将这些坐标对分为四组。然后将聚类中心点渲染成红色，并

按聚类对数据点进行着色。在这里，最累的活是 Scikit 的 KMeans 类（https://oreil.ly/wgm9z）

干的。一旦它适配了坐标对，就可以从 KMeans 的 cluster_centers_属性中获得中心点的

位置。 

 

下面是结果： 



 

 

 

试着将 n_clusters 设为其他值，例如 3 和 5，看看在聚类数量不同的时候，这些点是如何

分组的。这就引出了一个问题：你怎么知道正确的聚类数量是多少？如果仅仅是看图，那

么是不容易获得答案的。如果数据有三个以上的维度，无论如何都无法绘制。 

选择正确数量的一个方法是使用肘部方法（elbow method），它将从 KMeans.inertia_获得的

惯性（inertias，数据点到最近聚类中心点的平方距离和）作为聚类数量的函数来绘制。以

这种方式绘制惯性，可以找出曲线中弯曲幅度最大的“肘部”。 

 

在这个例子中，似乎 4 就是正确的聚类数量。 



 

 

 

在现实中，肘部可能没有那么明显。但没有关系，因为以不同的方式对数据进行聚类，有

时能获得其他方式无法获得的见解（insights）。 

1.2.1  将 k-means聚类算法应用于客户数据 

现在，让我们运用 k-means 聚类算法来解决一个真实的问题：对客户进行细分，以确定哪

些客户可以作为促销目标，从而增加其购买活动。要使用的数据集是一个名为 customs.csv

的客户细分数据集样本。首先，在你的笔记本所在的文件夹中创建一个名为 Data 的子目

录，下载 customers.csv（https://oreil.ly/Md86Y），并将其复制到 Data 子目录。然后使用以

下代码将数据集加载到一个 Pandas DataFrame 中并显示前 5 行： 

 

从输出结果可知，该数据集包含 5 列，其中两列描述了客户的年收入（Annual Income）和

消费分数（Spending Score）。后者是一个 0~100 的数字。数字越大，表明该客户过去在你

的公司的消费越多。 

 

现在使用以下代码来绘制年收入和消费分数。 



 

 

 

从结果来看，数据点大致分为五个聚类。 

 

使用以下代码将客户分成五个聚类并进行着色： 

 

下面是结果： 



 

 

 

图中右下角的客户可能是我们的目标客户，能通过促销来增加他们的消费。为什么？因为

他们的收入很高，但消费分数很低。使用以下语句创建 DataFrame 的一个副本，并在其中

添加一个名为 Cluster 的列来包含聚类的索引。 

 

下面是输出： 

 

现在使用以下代码来输出那些收入高但消费分数低的客户的 ID： 

 

一旦获得了客户 ID，就可以很容易地从客户数据库中提取姓名和电子邮件地址： 

 



 

 

这里的关键在于，我们用聚类算法将客户按年收入和消费分数分组。一旦客户以这种方式

分组，枚举每个聚类中的客户就是一件很简单的事情。 

1.2.2  使用两个以上的维度对客户进行细分 

上个例子很简单，因为只用到了两个变量：年收入和消费分数。即使没有机器学习的帮助，

你也能做到这一点。但是，现在让我们再次对客户进行细分，这次使用除客户 ID 以外的

所有东西。首先，用 1 和 0 替换 Gender（性别）列中的"Male"（男）和"Female"（女）字

符串，这个过程称为标签编码（label encoding）。这是必要的，因为机器学习只能处理数

字数据。 

 

Gender 列现在包含 1 和 0： 

 

提取性别、年龄、年收入和消费分数列。然后使用肘部方法来确定基于这些特征的最佳聚

类数量： 

 

这次的肘部没有那么明显，但 5 似乎是一个合理的数字： 



 

 

 

将客户细分成五个聚类，并添加一个名为 Cluster 的列，在其中包含客户被分配到的聚类

（0~4）的索引： 

 

下面是输出： 

 

现在，我们已经有了每个客户的聚类编号，但这意味着什么呢？不能像上个例子绘制年收

入和消费分数那样，在一个二维图中绘制性别、年龄、年收入和消费分数。但是，可以获

得每个聚类中的这些数值距离聚类中心点的平均值。以下代码新建一个 DataFrame，在其

中包含平均年龄、平均收入等列，然后在一个表格中显示结果： 



 

 

 

下面是输出： 

 

在此基础上，如果打算针对收入高但消费分数低的顾客进行促销，你会选择哪一组顾客

（哪个聚类）？以男性或女性为目标有关系吗？从这一点出发，如果目标是创建一个为消

费分数高的客户提供奖励的忠诚度计划，但又想优先考虑可能会成为长期忠诚客户的年轻

人，那么应该怎么做？会以哪个聚类为目标？ 

聚类所揭示的更有趣的见解是，消费最多的是一些收入不高的年轻人（平均年龄=25.5）。

这些顾客更有可能是女性而不是男性。如果你在开公司，并想更好地了解你所服务的客户，

那么所有这些都是有用的信息。 

 k-means 或许是最常用的聚类算法，但 并不是唯一。其他 还有层次聚类

（agglomerative clustering）（https://oreil.ly/zQpxZ），它以分层的方式对数据点进行聚类。

还有 DBSCAN（https://oreil.ly/TanDh），它的全称是“具有噪声的基于密度的空间聚类方

法”（density-based spatial clustering of applications with noise）。DBSCAN 不需要事先指定聚

类数量。它还能识别出它所识别的聚类之外的点，这对于检测离群点（outliers）——与其

他数据不一致的异常数据点——很有用。Scikit-Learn 在其 AgglomerativeClustering

（https://oreil.ly/7CztS）和 DBSCAN（https://oreil.ly/D13gs）类中提供了这两种算法的实现。 

 



 

 

那么，是否有真正的公司使用聚类算法从客户数据获取见解？事实上，他们真的这么做了。

在研究生阶段，我的儿子，现在是达美航空的数据分析师，在一家宠物用品公司实习。他

用 k-means 聚类算法推定，网站转化率（流量转化为销量）之所以很低，主要原因是自从

他们打开网站后，销售人员首次与之接触的间隔时间太长了。因此，他的雇主在销售工作

流中引入了额外的自动化措施，以确保人们一旦访问网站就会快速得到接待。这就是无监

督学习的作用。这也是公司使用机器学习来改善其业务过程的一个绝佳的例子。 

1.3  监督学习 

无监督学习是机器学习的一个重要分支，但当大多数人听到“机器学习”这个词时，他们

想到的其实是监督学习（或称“有监督学习”）。之前说过，监督学习模型可以做出预测。

例如，它们能预测一笔信用卡交易是否具有欺诈性，或者一趟航班能否准时到达。另外，

它们是用带标签的数据进行训练的。 

监督学习模型有两种类型：回归模型（regression models）和分类模型（classification 

models）。回归模型的目的是预测一个数值结果，例如房屋售价或照片中一个人的年龄。

相反，分类模型是从训练数据所定义的有限类别中预测一个类别。例如，信用卡交易是合

法的还是欺诈性的，或者一个手写的数字代表什么。前者是一个二分类（binary 

classification）模型，因为只有两种可能的结果，即交易合法与否。后者是一个多分类

（multiclass classification）的例子。由于阿拉伯数字系统中有 10 个数字（0~9），所以一个

手写的数字可能代表 10 个类别。 

图 1-7展示了两种监督学习模型。在左边，目标是输入一个 x并预测 y会是什么。在右边，

目标是输入一个 x 和一个 y，然后预测这个点对应的类别：三角形或椭圆。 

 

 

图 1-7  回归与分类 

 



 

 

在这两种情况下，将机器学习应用于该问题的目的是建立一个预测模型。但我们不需要自

己建立这个模型。相反，使用带标签的数据来训练一个机器学习模型，让它为你设计一个

数学模型。 

对于这些数据集，可以很容易地建立数学模型，而不必求助于机器学习。对于回归模型，

可以画一条穿过数据点的线，并使用该线的方程式为给定的 x 预测 y（图 1-8）。对于分类

模型，则可以画一条线，将三角形和椭圆彻底分开——数据科学家称之为分类边界

（classification boundary）或决策边界（decision boundary）。然后，通过判断一个新的点是

在线的上方还是下方，从而预测其所属的类别。线上方的点是三角形，线下方的点则被归

类为椭圆。 

 

图 1-8  回归线和线性分隔边界 

  

但是，现实世界中的数据集很少如此有序。它们看起来更像是图 1-9 那样。在左边，没有

一条线能将 x 和 y 值联系起来。在右边，没有一条线能将不同类别彻底分开。因此，我们

的目标是建立一个最好的模型。这意味着需要选择能生成最准确模型的学习算法。 

 



 

 

图 1-9  现实世界的数据集 

 

目前有许多监督学习算法，其中包括线性回归、随机森林、梯度提升机（Gradient-

Boosting Machine，GBM）和支持向量机（Support Vector Machine，SVM）。其中许多，但

不是全部，都可以用于回归和分类。即便是经验丰富的数据科学家，也经常需要通过实验

来确定哪种学习算法能生成最准确的模型。这些和其他学习算法将在后续各章介绍。 

1.3.1  k-近邻 

最简单的监督学习算法之一是 k-近邻（k-nearest neighbors）（https://oreil.ly/dPhKi）。它的

思路是，给定一组数据点，可以通过检查离一个新点最近的点来预测其标签。在简单的回

归问题中，每个数据点的特征由 x和 y坐标决定。这意味着给定一个 x，为了预测它的 y是

什么，可以查找 x 最近的 n 个点，然后平均它们的 y。如果是分类问题，那么要找到与想

要预测的类别的点最近的 n 个点，并选择出现次数最多的类别。例如，假定 n = 5，而且在

它的近邻中，包括三个三角形和两个椭圆，那么答案就是三角形，如图 1-10 所示。 

  

图 1-10 用 k-近邻进行分类 

 

下面是一个涉及回归的例子。假设有 20 个数据点，描述了程序员按工作年限每年赚多少

钱。在图 1-11 中，x 轴代表工作年限，y 轴则代表年收入。我们的目标是预测有 10 年从业

经验的程序员有多少年薪。换言之，在 x = 10 的情况下，我们想预测 y 应该是多少。 



 

 

 

图 1-11  程序员年薪（美元）与工作年限的关系 

 

如图 1-12 所示，在 n = 10 的情况下应用 k-近邻算法，可以找出 10 个橙色的近邻——它们

的 x 坐标最接近 x = 10。这些点的 y 坐标的平均值为 94 838。因此，在 n = 10 的情况下，k-

近邻算法预测有 10 年经验的程序员的年薪为 94 838 美元，即图中的红点。 



 

 

 

图 1-12  用 k-近邻和 n = 10 进行回归 

 

在 k-近邻算法中使用的 n 值经常会对结果产生影响。图 1-13 展示了 n = 5 时的同一个求解

过程。但这次的答案略有不同，因为五个近邻的平均 y 值为 98 713。 



 

 

 

图 1-13  用 k-近邻和 n = 5 进行回归 

 

现实情况会更复杂，因为虽然数据集只有一个标签列，但它可能有几个特征列——不仅仅

有 x，还有 x1、x2、x3 等。可以很容易地计算 n 维空间中的距离，但为了确定一个点的近

邻，可以选择几种测量距离的方法，其中包括欧氏距离、曼哈顿距离和闵可夫斯基距离

（https://oreil.ly/36K7A）。甚至可以使用权重，使较近的点比较远的点对结果的贡献更大。

而且，可以选择给定半径内的所有邻居，而不是找出最近的 n 个邻居，这种技术被称为半

径邻居（radius neighbors）。不过，无论数据集有多少维，用什么方法来测量距离，也无论

选择 n 个近邻还是选择指定半径内的所有邻居，背后的原理都是一样的：找出与目标点相

似的数据点，用它们对目标点进行回归或分类。 

1.3.2  使用 k-近邻对花卉进行分类 

Scikit-Learn 包 括 名 为 KNeighborsRegressor （https://oreil.ly/feXD0） 和

KNeighborsClassifier（https://oreil.ly/8o7Uv）的类，帮助你使用 k-近邻学习算法训练回

归和分类模型。它还包括名为 RadiusNeighborsRegressor（https://oreil.ly/FP3wH）和

RadiusNeighborsClassifier（https://oreil.ly/g1TfE）的类，接受半径而不是邻居数量作为

参数。下面来看看一个使用 KNeighborsClassifier 对花卉进行分类的例子，它使用的是

著名的鸢（yuān）尾花数据集（https://oreil.ly/lpXFR）。该数据集包括 150 个样本，每个样

本代表三个鸢尾花品种中的一个。每一行都包含四个测量值——萼片长度、萼片宽度、花



 

 

瓣长度和花瓣宽度，单位都是厘米——外加一个品种标签：0 代表 Setosa 鸢尾花，1 代表

Versicolor 鸢尾花，2 代表 Virginica 鸢尾花。图 1-14 展示了每个品种的示例，并说明了花

瓣（Petal）和萼片（Sepal）的区别。 

 

图 1-14 鸢尾花数据集 

 

为了训练一个机器学习模型来区分基于萼片和花瓣测量值的鸢尾花品种，首先在 Jupyter

笔记本中运行以下代码来加载数据集，添加一个包含类名的列，并显示前五行。 

 

Iris数据集是 Scikit自带的几个样本数据集之一（https://oreil.ly/BMQYL）。这就是为什么能

直接调用 Scikit 的 load_iris 函数（https://oreil.ly/NmpjR）来加载它，而不必从外部文件

读取的原因。下面是代码的输出： 

 



 

 

在基于数据训练机器学习模型之前，需要先将数据集分成两个数据集：一个用于训练，一

个用于测试。这很重要，因为如果用以前的训练数据来测试，那么根本无法判断模型预测

得有多准确。 

幸好，Scikit 的 train_test_split 函数（https://oreil.ly/6TuKC）可以很容易地使用你指定

的占比来分割一个数据集。以下语句进行 80/20 分割，即 80%的行用于训练，20%的行用

于测试： 

 

现在，x_train 和 y_train 就有 120 行随机选择的测量值和标签，而 x_test 和 y_test 有

剩余的 30 行。虽然对于如此小的数据集来说，进行 80/20 分割是惯例，但并没有规则说必

须进行 80/20 分割。用于训练的数据越多，模型就越准确。(并非严格如此，但一般来说，

我们总是希望获得尽可能多的训练数据）。而用于测试的数据越多，在衡量模型的准确率

时就越有信心。对于小的数据集来说，80/20 是一个合理的起点。 

下一步是训练一个机器学习模型。多亏了 Scikit，这只需要几行代码： 

 

为了在 Scikit 中创建机器学习模型，我们需要对封装了所选学习算法的一个类进行实例化。

本例使用的类就是 KNeighborsClassifier。然后，在模型上调用 fit，使模型拟合到数据，

以完成对它的训练。由于只有 120 行训练数据，所以训练很快就能完成。 

最后一步是使用从原始数据集中分割出来的 30 行测试数据来衡量模型的准确率。在 Scikit

中，这是通过调用模型的 score 方法完成的。 

 

在这个例子中，score 返回 0.966667，这意味着当用 x_test 中的特征进行预测，并将预测

的标签与 y_test 中的实际标签进行比较时，模型有 97%的时间是正确的。 

当然，我们之所以训练一个预测模型，唯一的目的就用它进行预测。在 Scikit 中，我们通

过调用模型的 predict 方法来进行预测。以下语句预测一株鸢尾花的品种：萼片长 5.6 厘

米，萼片宽 4.4 厘米，花瓣长 1.2 厘米，花瓣宽 0.4 厘米。结果 0 代表 Setosa 鸢尾花，1 代

表 Versicolor 鸢尾花，2 代表 Virginica 鸢尾花。 

 

可以在一次 predict 方法调用中进行多个预测。这就是为什么传给它的是一个“列表的列



 

 

表”而不是单个列表的原因。该方法返回一个长度等于你传递的列表数的列表。由于只传

递了一个列表来进行预测，所以返回的是只有一个值的列表。在本例中，预测出来的品种

是0，这意味着模型预测萼片长度为 5.6厘米，萼片宽度为4.4厘米，花瓣长度为 1.2厘米，

花瓣宽度为 0.4 厘米的鸢尾花很可能是 Setosa 鸢尾花。 

如果在创建 KNeighborsClassifier 时不指定邻居数量，那么该值默认为 5。可以像下面这

样指定邻居的数量： 

 

试着用 n_neighbors = 10 对模型进行拟合（训练）和打分。该模型的得分是否相同？预

测结果仍然是品种 0 吗？请自由尝试其他 n_neighbors 值，体验它们对结果的影响。 

 

KNeighborsClassifier的内部工作原理 

k 近邻有时被称为一种懒惰（lazy）学习算法，因为大部分工作是在调用 predict 时完成

的，而不是在调用 fit 时完成。事实上，从技术上讲，在训练时，除了生成一份供调用

predict 时 使 用 的 训 练 数 据 副本 ， 它是 不 会做 其 他任 何 事情 的 。那 么 ， 在

KNeighborsClassifier 的 fit 方法中，实际会发生什么事情？ 

大多数情况下，fit 会在内存中构建一个二叉树。这样一来，predict 以后就不必对相邻

样本进行蛮力查找，从而速度变得更快。如果 KNeighborsClassifier 判断二叉树没有帮

助，在进行预测时就会采用蛮力法。这通常发生在训练数据很稀疏的时候——也就是说，

大部分是 0，只有零星几个非零值。 

Scikit-Learn 最棒的地方在于它是开源的。要知道更多关于某个特定的类或方法是如何工作

的，可以直接去 GitHub 上找源代码。例如，在 GitHub 上，KNeighborsClassifier 和

RadiusNeighborsClassifier 的源代码位于 https://oreil.ly/mC4Rt。 

 

这里采用的过程——加载数据、分割数据、创建分类器（classifier）或回归器（regressor）、

调用 fit 将其和训练数据拟合、调用 score 用测试数据评估模型的准确率、最后调用

predict 进行预测——是你将在 Scikit 中反复使用的过程。在现实世界中，数据在用于训

练和测试之前，经常需要先要走一遍清洗（cleaning）程序。例如，可能需要删除有缺失

值的行，或者对数据进行删减以消除多余行。以后会看到很多这样的例子，但在目前这个

例子中，所有数据都是完整的，而且开箱即用，结构良好，因此不需要进一步准备。 



 

 

1.4  小结 

机器学习为工程师和软件开发人员提供了一种解决问题的替代方法。机器学习不是使用传

统的计算机算法将输入转化为输出，而是依靠学习算法从训练数据中建立数学模型。然后，

它用这些模型将未来的输入转化为输出。 

大多数机器学习模型都属于两类中的一类。其中，无监督学习模型被广泛用于通过强调相

似性和差异来分析数据集。它们不需要带标签的数据。监督学习模型则从带标签的数据中

学习，以便进行预测——例如，预测一笔信用卡交易是否合法。监督学习可以用来解决回

归问题或分类问题。其中，回归模型预测数值结果，而分类模型预测所属类别。 

k-means 聚类是一种流行的无监督学习算法，而 k-近邻是一种简单而有效的监督学习算法。

许多（但不是全部）监督学习算法都可以用于回归和分类。例如，Scikit-Learn 的

KNeighborsRegressor 类将 k-近邻应用于回归问题，而 KNeighborsClassifier 类将同一算

法应用于分类问题。 

教育工作者经常使用 k-近邻向学生介绍监督学习，因为它很容易理解，而且在各种问题领

域都表现得相当不错。在掌握了 k-近邻之后，为了进一步熟悉机器学习，下一步就是了解

其他监督学习算法。这就是第 2 章的重点，它在回归建模的背景下介绍了几种流行的学习

算法。 

  



 

 

第 2章  回归模型 

第 1 章讲到，监督学习模型分为两类：回归模型和分类模型。另外还讲到，回归模型可以

预测数值结果，例如房屋售价或网站访问量。回归建模是机器学习的一个重要方面，但有

时却不被重视。零售商用它来预测需求（https://oreil.ly/pqs2a）。银行用它来筛选贷款申请，

将信用评分、债务收入比（Debt-To-Income，DTI）和贷款价值比（Loan-To-Value）等变

量考虑在内。保险公司则用它来设定保险费。但凡需要数字预测，回归模型就是合适的工

具。 

构建一个回归模型时，需要做出的第一个也是最重要的决定是使用什么学习算法。第 1 章

介绍了一个简单的三分类模型，模型使用 k 近邻学习算法，根据萼片和花瓣的尺寸来识别

鸢尾花的品种。k-近邻也可以用于回归，但它是在进行数值预测时可供选择的众多方法之

一。其他学习算法往往能生成更准确的模型。 

本章介绍了常见的回归算法（其中许多也可用于分类），并指导你构建一个回归模型，使

用纽约市 Taxi and Limousine Commission（出租车和豪华轿车委员会）公布的数据来预测

打车费用。另外，还描述了对回归模型的准确率进行评估的各种方法，并介绍了一种重要

的测量准确率的技术，称为交叉验证。 

2.1  线性回归 

除了 K-近邻，线性回归可能是最简单的学习算法。它对相对线性的数据效果最好；也就

是说，数据点大致沿着一条线落下。高中数学课讲过，二维平面上的直线方程是： 

y = mx + b 

其中，m 是直线的斜率，b 是直线与 y 轴相交的位置。图 1-11 的收入与工作年限数据集就

很适合线性回归。图 2-1 展示了拟合了数据点的一条回归线。为了预测有 10 年经验的程序

员的年薪，在直线上找到 x = 10 的点即可。这条直线的方程是 y = 3984x + 60040。将 x = 

10 代入方程， 即可预测年薪为 99 880 美元。 



 

 

 

图 2-1  线性回归 

 

训练线性回归模型的目标是最准确地预测 m 和 b 值。这一般是通过一个迭代过程来完成的，

该过程从假定的 m 和 b 的值开始，反复进行，直到收敛到合适的值。 

为了将一条直线拟合到一系列点，最常见的技术是普通最小二乘法（Ordinary Least 

Squares，OLS）回归（https://oreil.ly/n5fx9）。其工作原理是求每个点和回归线之间的 y 方

向距离的平方，求它们的平方和，然后除以点的数量来计算均方误差（Mean Squared Error，

MSE）。记住，对每个距离进行平方处理可以防止负的距离抵消正的距离。然后，它调整

m 和 b 以减少下一次的 MSE，并如此反复，直到 MSE 足够低。这里不打算讨论它具体如

何确定在什么方向调整 m 和 b。这其实不难，但要涉及到一点微积分知识，特别是要使用

MSE 函数的偏导数（https://oreil.ly/dnOhg）来确定在下一次迭代中是增加还是减少 m 和 b。

目前，你只需知道，只需十几次或更少的迭代，OLS 即可将一条直线拟合到一系列点。 

Scikit-Learn 有许多类来帮助你构建线性回归模型，其中包括 LinearRegression 类

（https://oreil.ly/e8r8p） ， 它 具 现 了 OLS。 还 有 PolynomialFeatures 类

（https://oreil.ly/s3rJN），它将一条多项式曲线而不是一条直线拟合到训练数据。为了训练

一个线性回归模型，代码可以简化成下面这个样子： 

 



 

 

Scikit 还 提 供 了 其 他 线 性 回 归 类 ， 例 如 Ridge （https://oreil.ly/7I3ON） 和 Lasso

（https://oreil.ly/Fnj2v）。如果训练数据包含离群点（outliers），它们就非常有用了。第 1 章

讲过，离群点是指与其他数据不一致的数据点。离群点会使模型产生偏差，或使其准确率

下降。Ridge 和 Lasso 增加了正则化（regularization）（https://oreil.ly/x4Dt2）。它通过在训

练期间调整系数，从而减轻离群点对结果的影响。处理离群点的另一种方法是完全删除它

们，这是我们在本章末尾的打车费例子中要做的。 

Lasso 回归还有一个额外的好处。如果训练数据存在多重共线性（multicollinearity）

（https://oreil.ly/qNDA0），即两个或更多的输入变量线性相关，一个变量可以从另一个变

量以合理的准确率进行预测，那么 Lasso 能有效地忽略多余的数据。 

多重共线性的一个典型例子是，在数据集中，如果一列指定了房子中的房间数量，另一列

指定了面积，那么就会出现多重共线性。更多的房间通常意味着更多的面积，因此这两个

变量在某种程度上是相关的。 

 

线性回归并不限于两个维度（x 和 y 值）。事实上，它适用于任何数量的维度。有一个自变

量（x）的线性回归称为简单线性回归（simple linear regression），而有两个或更多自变量

——例如，x1、x2、x3等——的线性回归则称为多元线性回归（multiple linear regression）。

如果一个数据集是二维的，绘制数据以确定其形状非常简单。三维数据的绘制也不难。但

是，绘制四维或五维数据集就颇有挑战性了。而具有数百或数千维的数据集根本不可能可

视化。 

那么，如何确定一个高维数据集是否适合线性回归？一个办法是使用主成分分析

（Principal Component Analysis，PCA）（https://oreil.ly/jzc37）和 t 分布随机近邻嵌入（t-

distributed Stochastic Neighbor Embedding，t-SNE）（https://oreil.ly/6mbe6）等技术，将 n 个

维度减少至 2 或 3 个，这样就可以绘制它们。这些技术将在第 6 章介绍。这两种技术都能

减少数据集的维度，同时不会造成大量的信息损失。以PCA为例，在保留原始数据集90%

的信息的同时，将维数减少 90%的情况并不罕见。听起来有点儿像魔术，但实则不然。这

完全是数学的功劳！ 

如果维数相对较少，可视化高维数据集的一个更简单的技术是配对图（pair plots，也称为

散点图矩阵）（https://oreil.ly/kHiBd），它在传统的二维图中绘制成对的维度。在图 2-2 的

配对图中，我们描绘了第 1 章介绍的鸢尾花数据集（https://oreil.ly/TjQb3）的萼片长度

（sepal length）与花瓣长度（petal length）、萼片宽度（sepal width）与花瓣宽度（petal 

width）以及其他参数对。 



 

 

 

图 2-2  揭示变量对之间关系的配对图 

 

使用 Seaborn 的 pairplot 函数（https://oreil.ly/2T9OS），可以很容易地创建配对图。图 2-2

的图用一行代码即可生成： 

 

配对图不仅有助于可视化数据集中的关系，而且在这个例子中，右下角的直方图也显示出

数据集是平衡的，即所有三个类别的样本数量相等。出于第 3 章会讲到的原因，我们总是

喜欢用平衡的数据集来训练分类模型。 

线性回归是一种参数化学习算法，这意味着它的目的是检查数据集，并为方程式中的参数



 

 

（例如，m 和 b）找到最佳值。相反，k-近邻是一种非参数化的学习算法，因为它不将数

据和一个方程式拟合。为什么一个学习算法是参数化还是非参数化很重要？这是因为用于

训练参数化模型的数据集往往需要归一化（normalized）。用最简单的话来说，对数据进行

归一化意味着确保所有列中的所有值都有一致的范围。第 5 章会详细介绍归一化，但现在

要意识到，用未归一化的数据训练参数化的模型——例如，数据集在一列中包含 0~1 的值，

而在另一列中包含 0~1000000 的值——会使这些模型的准确率降低，或使它们完全无法收

敛于一个解。支持向量机（SVM）和神经网络尤其会如此，但其他参数化模型同样会如

此。即便是 k-近邻模型，也是在归一化的数据下效果最好——因为虽然学习算法不是参数

化的，但它在内部使用了基于距离的计算。 

2.2  决策树 

即使你没有上过计算机科学课程，也可能也知道二叉树是什么（https://oreil.ly/pE6EI）。在

机器学习中，决策树（decision tree）是一种通过回答一系列问题来预测结果的树状结构。

大多数决策树都是二叉树，在这种情况下，所有问题只需简单地回答是或否。 

图2-3展示了Scikit从第一章介绍的收入与工作年限数据集建立的决策树。这个树很简单，

因为数据集只包含一个特征列（工作年限），而且我把树的深度限制为 3。但是，这个技术

可以扩展到无限大和无限复杂的树。在本例中，预测一个有 10 年经验的程序员的年薪只

需要三个是/否的决定，如红色箭头所示。答案是 10 万美元，这和应用于同一数据集的 K-

近邻和线性回归的预测结果相当接近。 

 

图 2-3  决策树 

决策树可用于回归和分类。对于回归器来说，叶子节点（缺少子节点的节点）代表回归值。

对于分类器来说，它们则代表分类（类别）。决策树回归器的输出是不连续的。输出始终

是分配给叶子节点的值之一，而且叶子节点的数量有限。相反，线性回归模型的输出是连

续的。它可以沿着训练数据的拟合线承担任何数值。在上例中，如果要求树预测一个有 10

年经验的人和一个有 13 年经验的人的年薪，那么将得到同样的答案。然而，如果将工作

年限提高到 14 年，预测的年薪就会跳到 12.5 万美元（图 2-4）。如果让这棵树长得更深，



 

 

那么答案会变得更精确。但如果允许它生长得太深，就会导致大问题，原因我们马上就会

讲到。 

 

图 2-4  由决策树创建的数学模型 

 

一旦决策树模型被训练出来——也就是说，一旦构建好这棵树——就可以迅速做出预测。

但是，在每个节点上应该做什么决定？例如，为什么图 2-3 根节点所代表的年限等于

13.634？为什么不能是 10.000、8.742 或者其他一些数字？从这一点出发，如果数据集有多

个特征列，那么应该在哪一个决策节点上拆分哪一列？ 

为了构建决策树，需要以递归方式对训练数据进行拆分（splitting）。拆分算法在向树添加

一个节点时，所做的基本决策是：1）这个节点拆分的是哪一列；2）拆分所依据的值是什

么。每次进行迭代时，目标是选择一个列和拆分值——对于分类问题来说，它最能减少剩

余数据的“杂质”（impurity）；对于回归问题来说，它最能减少剩余数据的“方差”

（variance）。分类器的一种常见的杂质度量是 Gini（基尼杂质）（https://oreil.ly/bCuJx），

它大致量化了一个拆分值被错误分类（misclassify）的样本百分比。对于回归器，则通常

改为使用平方误差和（sum of the squared error）或绝对误差和（sum of absolute error）。其

中，“误差”（error）是指拆分值与拆分线两侧的值之间的差异。树的构建过程从根节点开

始，并递归地向下构建，直到只剩下叶子节点，或者外部约束（例如对最大深度的限制）

阻止树进一步生长。 



 

 

利 用 Scikit 的 DecisionTreeRegressor 类 （https://oreil.ly/jLyVQ） 和

DecisionTreeClassifier 类（https://oreil.ly/Ylrq4），我们可以非常方便地构建决策树。每

个类都实现了著名的 CART（Classification and Regression Trees，分类与回归树）二叉树构

建算法（https://oreil.ly/wQGjx），而且每个类都允许从几个杂质或方差度量标准中选择一

个。每个类都支持像 max_depth、min_samples_split 和 min_samples_leaf 这样的参数，

以便限制决策树的生长。如果全部接受默认值，构建一棵决策树可以像下面这样简单： 

 

决策树是非参数化的。训练决策树模型涉及的是一棵二叉树的构建，而不涉及将一个方程

式拟合到数据集。这意味着用于构建决策树的数据不需要归一化（normalized）。 

决策树有一个很大的优点：它们对非线性数据的处理和对线性数据的处理一样好。事实上，

它们在很大程度上并不关心数据的形式。但是，它也有一个缺点。而且这是一个很大的问

题，也是很少将单独的决策树用于机器学习的原因之一。这个问题就是过拟合

（overfitting）（https://oreil.ly/ycffk）。 

决策树很容易过拟合。如果让决策树成长得足够大，它基本上可以记住训练数据。可能看

起来很准确，但如果和训练数据拟合得太紧，它的泛化或者说归纳（generalize）能力就会

变得很差。换言之，在对之前没有见过的数据进行预测时，就不会那么准确。图 2-5 的决

策树在不限制深度的前提下对收入和工作年限数据集进行拟合。注意红线穿过了所有点，

形成了一个锯齿状的路径，这就是过拟合的一个明显迹象。过拟合是数据科学家的噩梦。

一个不准确的模型就已经很糟糕了，但还有更糟糕的，即一个看起来准确，但实则不然的

模型。 



 

 

 

图 2-5  决策树对训练数据过拟合 

  

使用决策树时，防止过拟合的一个方法是限制其增长，使其不能记住训练数据。另一个方

法是使用称为随机森林的决策树分组。 

2.3  随机森林 

随机森林（random forest）是决策树的一个集合（一个集合通常有几百棵），每棵树在相同

的数据上以不同的方式训练，如图 2-6 所示。通常，每棵树都在数据集中随机选择的行上

训练，分支则基于每次拆分时随机选择的列。由于每棵树都在不同的数据子集上进行训练，

所以模型不会与训练数据过于紧密地拟合。这些树是独立构建的，当模型进行预测时，它

为所有决策树都运行输入，并对结果进行平均。由于树是独立构建的，所以训练过程可在

支持它的硬件上并行化。 



 

 

 

图 2-6  随机森林 

 

这是一个简单的概念，而且在实践中运作良好。随机森林可以用于回归和分类，Scikit 提

供 了 RandomForestRegressor （https://oreil.ly/QwaN1） 和 RandomForestClassifier

（https://oreil.ly/xIXEp）等类来提供帮助。它们支持许多可调整的参数，其中包括

n_estimators，它指定了随机森林中树的数量（默认 100）；max_depth，它限制了每棵树

的深度；以及 max_samples，它指定了训练数据中用于建立单棵树的行的比例。图 2-7 展

示了在 max_depth = 3 和 max_samples = 0.5（没有一棵树能看到数据集中 50%以上的行）

的情况下，RandomForestRegressor 对收入和工作年限数据集的拟合情况。 

 



 

 

 

图 2-7  由随机森林创建的数学模型 

 

由于决策树是非参数化的，所以随机森林也是非参数化的。尽管图 2-7 显示了随机森林如

何拟合一个线性数据集，但随机森林也完全能对非线性数据集进行建模。 

2.4  梯度提升机 

随机森林证明了这样一个假设：可以把许多弱学习器（weak learners）——那些本身就不

是强预测器的模型——结合起来形成准确的模型。随机森林中没有任何一棵树可以非常准

确地预测一个结果。但将所有树放到一起，并对结果进行平均，它们的表现往往会超过其

他模型。数据科学家将此称为集合建模（ensemble modeling）或集合学习（ensemble 

learning），详情请参见 https://oreil.ly/V9fqa。 

另一种利用集合建模的方法是梯度提升（gradient boosting）（https://oreil.ly/dzOiH）。使用

它的模型称为梯度提升机（Gradient-Boosting Machine，GBM）。大多数 GBM 都使用决策

树，我们有时将这些 GBM 称为梯度提升决策树（Gradient-Boosted Decision Tree，GBDT）。

和随机森林一样，GBDT 由决策树的集合构成。但是，GBDT 不是从数据的随机子集构建

独立的决策树，而是一个接一个地构建依赖（dependent）决策树，也就是每棵树都用上一

棵树的输出来训练。第一棵决策树对数据集进行建模。第二棵决策树对第一棵决策树的输

出中的误差进行建模，第三棵对第二棵的输出中的误差进行建模，以此类推。为了进行预



 

 

测，GBDT 通过每棵决策树来运行输入，并将所有输出相加以得出结果。每加一次，结果

就会变得稍微准确一些，这正是加法建模（additive modeling）（https://oreil.ly/vyJyq）这一

术语的来历。这就像把高尔夫球打到球道上，再连续打出更短的球，直至最终入洞。 

GBDT 模型中的每棵决策树都是一个弱学习器。事实上，GBDT 通常使用决策树桩

（decision tree stumps），即深度为 1 的决策树（一个根节点和两个子节点），如图 2-8 所示。

在训练过程中，首先要取训练数据中所有目标值的平均值，从而为预测创建一个基线。然

后，从目标值中减去平均值，从而生成一组新的目标值或残差（residuals），供第一棵树预

测。训练完第一棵树后，通过它来运行输入，从而生成一组预测值。然后，将这些预测值

加到前一组预测值上，通过从原始（实际）目标值中减去总和来生成一组新的残差，并训

练第二棵树来预测这些残差。对 n 棵树重复这个过程（n 通常为 100 或更多），最终生成一

个集合模型（ensemble model）。为了确保每棵决策树都是一个弱学习器，GBDT 模型将每

棵决策树的输出乘以一个学习率（learning rate），以减轻它们对结果的影响。学习率通常

是一个很小的数字，例如 0.1，可以在使用实现了 GBM 的类时作为参数指定。 

 

图 2-8  梯度提升机 

 

Scikit 包 括 名 为 GradientBoostingRegressor （https://oreil.ly/ZhSop） 和

GradientBoostingClassifier（https://oreil.ly/9RlW5）的类来帮助你构建 GBDT。但是，

如果真的想了解 GBDT 的工作原理，可以用 Scikit 的 DecisionTreeRegressor 类自己构建

一个。例 2-1 的代码实现了一个有 100 个决策树桩的 GBDT，并预测了一个有 10 年经验的

程序员的年薪。 

  

例 2-1  梯度提升决策树的实现 



 

 

 

在图 2-9 左侧，是将单一决策树树桩应用于收入和工作年限数据集的输出。该模型是一个

弱学习器，只能预测两种不同的年薪水平。右侧是例 2-1 的模型的输出。弱学习器的加法

效应产生了一个强学习器，预测有 10 年经验的程序员每年应该有 99 082 美元的收入，这

和其他模型的预测结果一致。 

 

图 2-9  对比单一决策树和梯度提升决策树 

  

GBDT 可用于回归和分类，而且是非参数化的。除了神经网络和支持向量机，在对复杂数

据集进行建模时，数据科学家发现 GBDT 往往也最强大的。 

有 别 于 线 性 回 归 模 型 和 随 机 森 林 ，GBDT 很 容 易 发 生 过 拟 合 。 在 使 用

GradientBoostingRegressor 和 GradientBoostingClassifier 时，缓解过拟合的一个方法

是使用 subsample 参数来防止单个树看到整个数据集，这类似于 max_samples 之于随机森

林的作用。另一个方法是使用 learning_rate 参数来降低学习率，其默认值为 0.1。 



 

 

2.5  支持向量机 

对支持向量机（Support Vector Machine，SVM）的全面讨论将在第 5 章进行，但和 GBM

一起，它们代表了统计机器学习的最前沿。它们通常可以对高度非线性的数据集进行模型

拟合，其他学习算法则不能。它们是如此重要，以至于值得和其他所有算法分开讨论。它

们采用一种称为核技巧（kernel tricks）的数学手段来模拟为数据增加维度的效果。其背后

的思路在于，在 m 个维度中不可拆分的数据在 n 个维度中或许就能拆分。下面是一个简单

的例子。 

图 2-10左侧的二维数据集中的类别不能用一条线拆分。但是，如果增加一个第三维，使靠

近中心的点有较高的 z 值，而远离中心的点有较低的 z 值，如右图所示，那么可以在红点

和紫点之间滑动一个平面，从而实现 100%的类别拆分。这就是 SVM的工作原理。如果把

它推广到任意的数据集上，虽然在数学上很复杂，但确实是一种极其强大的技术，而且已

由 Scikit 进行了大幅简化。 

 

图 2-10  支持向量机 

  

支持向量机主要用于分类，但它们也可以用于回归。Scikit 提供了针对这两种情况的类，

其中包括用于分类问题的 SVC 类（https://oreil.ly/MWsSX）和用于回归问题的 SVR 类

（https://oreil.ly/YPvZa）。我们将在第 5 章全面讨论这些类。不过，现在再去参加机器学习

的讨论，只需抛出“支持向量机”这个词，你立刻就会成为聚会的主角。 

2.6  回归模型的精度测量 

第 1 章讲过，需要用一组数据来训练一个模型，用另一组数据来测试它。另外，可以将测

试数据传递给模型的 score 方法，从而对模型的准确率进行评分。通过测试，可以量化模



 

 

型在预测方面的准确率。用和训练时不同的数据集对模型进行测试非常重要，因为否则的

话，它或许能合理地学习训练数据，但这并不意味着它能很好地泛化（归纳）——即做出

准确的预测。不测试一个模型，就不知道它到底有多准确。 

工程师经常使用 Scikit 的 train_test_split 函数（https://oreil.ly/AkvO3）将一个数据集分

割成一个训练数据集和一个测试数据集。但是，以这种方式分割一个小数据集时，不一定

能信任模型的 score 方法所返回的分数。那么，这个分数到底意味着什么？对于回归模型

和分类模型来说，这个问题的答案是不同的。另外，回归模型只有少数几种评分方法，而

分类模型的评分方法有好多种。现在，让我们花点时间来了解 score 为回归模型返回的数

字，以及可以做什么来对这个数字更有信心。 

为了证明为什么在处理小数据集时，需要对 score 返回的数值持某种程度的怀疑，请做一

个简单的实验。使用以下代码加载 Scikit 的加州房价数据集（https://oreil.ly/mt7ch），打乱

（shuffle）所有行，并提取前 1000 行。 

 

该数据集包含的列名有 MedInc（收入中位数）和 MedHouseVal（房屋价值中位数）等，如

下图所示。这些细节现在并不重要。重要的是，需要构建一个模型，使用所有其他列的值

来预测 MedHouseVal 值。 

 

 

使用以下代码对数据进行 80/20 拆分，即用 80%的数据训练一个线性回归模型来预测房屋

价格，然后用剩余 20%数据对模型进行测试，对其准确率进行评分。 

 



 

 

在本例中，score 返回 0.5863，这表面上是说该模型使用测试数据中的特征进行预测的准

确率约为 59%。好吧，目前情况还不错。 

现在将传递给 train_test_split 的 random_state 值从 0 改为 1，再次运行代码。 

 

这一次，score 返回 0.6255。那么，到底该信任谁呢？该模型的预测准确率是 59%还是

63%？为什么 score会返回两个不同的值？ 

当 train_test_split 分割数据集的时候，它为训练数据集和测试数据集随机选择行。

random_state 参数为做选择的随机数生成器提供种子值。通过指定两个不同的种子值，我

们用两个不同的数据集训练模型，也用两个不同的数据集测试。当然，两个数据集之间肯

定有一定的重叠。但事实是，为 train_test_split 的随机数生成器提供的种子值会影响

结果。数据集越小，这种影响可能越大。 

解决方案是交叉验证（cross-validation）。为了交叉验证一个模型，需要将数据集拆分为若

干个折（folds），如图2-11所示。5折很常见，但完全可以使用自己喜欢的任意数量的折。

然后，对模型进行 5 次训练（每个折一次），每次都用不同的 80%数据集进行训练，用不

同的 20%数据集进行测试。然后，对分数进行平均，生成一个交叉验证分数。这个分数比

score 返回的分数更可靠，因为它对数据的拆分方式不太敏感。这个过程称为 k 折交叉验

证（k-fold cross-validation）。 

 

图 2-11  5 折交叉验证 

 

交叉验证的缺点是耗时较长。用 5 折交叉验证，需要对模型训练 5 次。好消息是，交叉验

证一般只适用于小数据集。而如果数据集很小，模型可能很快就能训练出来。 



 

 

可以自己写代码来做交叉验证，但没必这样做，因为 Scikit 会帮你做。对模型进行交叉验

证模型只需一行代码： 

 

在本例中，交叉验证的分数应该在 0.61 左右，介于由模型的 score 方法所生成的两个值之

间。和其他两个分数相比，它是对模型准确率的一个更精确的度量。 

模型在交叉验证之前不需要训练，因为 cross_val_score 为自动为你训练。然而，

cross_val_score 训练的是模型的一个副本，而不是模型本身。所以，一旦用交叉验证来

度量了模型的准确率后，仍然需要在预测前调用一次 fit。 

 

注意，这里是将整个数据集传递给 fit，而不是传递拆分出一个子集供训练。这是交叉验

证的另一个优势：可以用所有数据来训练模型。如果数据集一开始就很小的话，这个好处

就显得非常重要。不再有硬性的要求留出其中一部分供测试。然而，即便使用了交叉验证，

如果有专门用于测试的数据，用专门保留的数据对模型进行评分仍然是有用的。记住，除

非知道了一个模型对未训练过的数据的反应，否则不会真正知道它有多准确。 

 

 作为一条经验法则，我们只对小数据集进行交叉验证。对于大数据集，则进行训练/

测试拆分。数据集越大，它对数据是如何拆分的就越不敏感。 

 

这就引出了一个问题：对一个模型进行评分或交叉验证时，返回的值到底代表什么？对于

回归模型来说，它是决定系数（coefficient of determination）（https://oreil.ly/W1UHd），也

称为 R 方分数（R-squared score），或简称 R2。决定系数通常是一个 0~1 的值（之所以说

“通常”，是因为在某些情况下，它可能变成负值），它量化了在输出中可由输入中的各种

变量解释的方差。可以简单地这样理解，如果 R2 分数为 0.8，那么意味着模型在预测时平

均应该有 80%的准确率。R2 分数越高，模型就越准确。还有其他方法来度量回归模型的

准确率，其中包括均方误差（Mean Squared Error，MSE）和平均绝对误差（Mean Absolute 

Error，MAE）。这些数字只有在输出值的范围内才有意义，而 R2给出的是一个简单的、与

范围无关的数字。可以在 Scikit 文档（https://oreil.ly/G3LUI）中阅读更多关于回归指标和

获取它们的方法。 

对于分类模型来说，模型的 score 方法所返回的值是完全不同的。我们将在第 3 章讨论量

化分类模型准确率的各种方法。 



 

 

2.7  使用回归来预测车费 

想象一下，你在一家出租车公司工作，客户们最大的抱怨之一是，他们在下车前不知道最

后要付多少钱。这是因为距离并不是决定车费的唯一变量。所以，你决定开发一个移动应

用来解决这个问题，客户可以在登上出租车时使用该应用来估算车费。为了在这个应用中

引入 AI，你打算利用公司多年来收集的大量车费数据来构建一个机器学习模型。 

让我们训练一个回归模型，根据当前是一天中的什么时间、是一周中的哪一天以及上下车

地点来预测车费。首先，下载包含数据集的 CSV 文件（https://oreil.ly/qgx9X），把它复制

到用于存放 Jupyter 笔记本的目录下的 Data 子目录中。然后，使用以下代码将数据集加载

到笔记本中。该数据集包含大约 55000 行，是 Kaggle 举办的“New York City Taxi Fare 

Prediction”（纽约出租车费预测）比赛（https://oreil.ly/Dy9Ye）所用的一个更大的数据集

的子集。这些数据在使用前需要进行相当多的准备工作——这在机器学习中并不罕见。对

于数据科学家来说，收集和准备数据经常会占据他们 90%或者更多的时间。 

 

注意，这里使用 read_csv 函数的 parse_dates 参数将 pickup_datetime 列中的字符串解

析为 Python datetime 对象 (https://oreil.ly/msqMQ)。代码的输出结果如下所示： 

 

每一行都代表一次打车，包含的信息有：车费、上车和下车地点（用经纬度表示）以及乘

客人数。我们想预测的是车费。使用以下代码画一个直方图，显示有多少行的乘客人数为

1，有多少行的乘客人数为 2，以此类推。 

 

下面是输出： 



 

 

 

由于只对预测单个乘客的车费感兴趣，所以使用以下代码删除所有含有多名乘客的行，并

从数据集中删除 key 列，因为该列是不需要的——换言之，我们想要尝试的预测不基于该

特征： 

 

这样数据集就只剩下了 38 233 行，可用以下语句来验证： 

 

现在，使用 Pandas 的 corr 方法（https://oreil.ly/BNX2X）来找出输入变量（如经纬度）对

fare_amount（车费）列中的数值的影响程度。 

 

输出结果如下所示：  

 

这些数字看起来并不是很令人鼓舞。经纬度与车费关系不大，至少目前看起来是这样的。

但是，凭借我们的直觉，它们应该和车费有很大关系，因为它们指定了起点和终点，而较

长的车程自然会产生较高的车费。 

现在，有意思的部分来了：创建对结果有更大影响的全新的数据列——其值是由其他列的

值计算出来的。我们要增加一些列，指定打车的时候是一周中的哪一天（0=周一，1=周日，

以此类推），乘客在几点钟上车（0~23），以及打车距离（直线距离，而非实际行驶距离；

单位：英里）。为了计算距离，这段代码假设大多数打车时间都很短，因此可以安全地忽



 

 

略地球曲率。 

 

不是所有列都需要，所以用以下语句删除无关的列： 

 

再用 corr方法检查一下相关性： 

 

打车距离和车费之间仍然没有很强的相关性。以下语句或许能解释为什么： 

 

输出结果如下所示： 

 

该数据集包含离群值，而离群值经常使机器学习模型的结果出现偏差。通过消除负的车费，

并对车费和距离进行合理限制来筛选数据集。然后，再次运行 corr。 

 



 

 

输出结果如下所示： 

 

这看起来好多了！大部分（85%）车费的变化是由打车距离解释的。一周中的哪一天和一

天中的几点钟与车费之间的相关性仍然很弱。但是，这并不奇怪，因为打车距离是决定出

租车打车费用的主要因素。让我们保留这些列，因为高峰时间从地点 A打车到地点 B可能

需要更长的时间，或者周五下午 5 点的路况可能与周六下午 5 点的路况不一样，这些都是

合理的。 

现在，是时候训练一个回归模型了。让我们尝试三种不同的学习算法，确定哪一种产生最

准确的拟合，并使用交叉验证来衡量准确率。先从线性回归模型开始： 

 

接着为同一个数据集尝试 RandomForestRegressor，看看它的准确率如何。之前说过，随

机森林模型在数据上训练多个决策树，并对所有树的结果进行平均来做出预测。 

 

最后尝试一下 GradientBoostingRegressor。梯度提升机使用多棵决策树，每棵树的训练

都是为了补偿前一棵树输出中的误差。 

 

由于 GradientBoostingRegressor 产生了最高的交叉验证决定系数，所以我们用整个数据

集来训练它，如下所示： 

 

最后，用训练好的模型做一对预测。首先，估计一下周五下午 5 点打车出行 2 英里需要多

少车费。由于已经将包含列名的 DataFrame 传给了 fit 方法，所以如果为 predict 传递列

表或 NumPy 数组，那么最新版本的 Scikit 会显示一个警告。因此，我们改为输入一个

DataFrame： 



 

 

 

然后预测一天后（周六）下午 5 点 2 英里车程的费用： 

 

该模型对星期六下午同一车程预测的费用是更高还是更低？鉴于数据来自纽约市的出租车，

答案是否合理？正常情况下，周五下午的路况要比周六下午差一些。 

2.8  小结 

回归模型是有监督学习模型，用于预测数值结果，例如打车费用。用于回归的主要学习算

法包括以下几种： 

⚫ 线性回归：将训练数据拟合为直线方程来建立模型。 

⚫ 决策树：使用二叉树，通过回答一系列是或否的问题来预测结果。 

⚫ 随机森林：使用多个独立的决策树对数据进行建模，对过拟合有一定的抗性。 

⚫ 梯度提升机：使用多棵依赖决策树，每棵树都对上一棵树输出中的误差进行建模。 

⚫ 支持向量机：采取完全不同的方法对数据进行建模，假定原始问题空间中不可线性分

离的数据在高维空间中或许能线性分离。 

Scikit 通过 LinearRegression、RandomForestRegressor 和 GradientBoostingRegressor 等

类提供了这些以及其他学习算法的便捷实现。 

量化回归模型准确率的一个常见指标是 R2 分数，也称为决定系数。它通常是一个 0~1 的

值。数字越大，准确率越高。从技术上讲，它度量的是在输出中可由输入中的值来解释的

方差。对于小的数据集来说，相较于只将数据拆分一次（分别用于训练和测试），k折交叉

验证能使你对 R2 分数更有信心，。k 折要对模型进行 k 次训练，每次都以不同的方式拆分

数据集。 

现实世界的数据集往往是混乱的，需要进一步准备才能用于机器学习。就像出租车费的例

子展示的那样，训练数据中的离群值会影响模型的准确率，或者使模型根本不起作用。一

个解决方案是在训练模型前识别离群值并将其移除。另一个办法是采用支持正则化的学习

算法，如山脊回归或拉索回归。 

回归模型在机器学习中很常见，但分类模型更常见。第 3 章将直面分类模型，介绍另一种

领先的学习算法：逻辑回归，而且要以本章所学的内容为基础。 

  



 

 

第 3章  分类模型 

上一章介绍的机器学习模型使用了各种形式的回归，根据出行距离、周几和几点钟来预测

打车费用。回归模型预测数值结果，业界广泛用它来预测销售、价格、需求和其他驱动商

业决策的数字。同等重要的是分类模型，它预测的是分类结果，例如信用卡交易是否是欺

诈性的，或一个手写的字符代表哪个字母。 

分类模型主要有两类：二分类模型（binary classification models），其中只有两种可能的结

果；多分类模型（multiclass classification models），其中有两种以上可能的结果。在这两种

情况下，模型都会为输入分配一个单一的类别，或者说类别标签（class label）。不太常见

的是多标签分类模型（multilabel classification models），它允许将一个输入分为几类。例如，

预测一个文档既是机器学习的论文，又是基因组学的论文。有的模型还能预测一个输入不

属于任何一个可能的类别。 

你所知道的关于回归模型的大部分内容也适用于分类模型。例如，许多支持回归模型的学

习算法同样适用于分类模型。回归和分类之间的一个实质性区别是如何度量一个模型的准

确率（accuracy）。对于分类模型来说，没有 R2 分数这样的东西。取而代之的是大量的度

量指标，例如精确率（precision）、召回率（recall）、特异度（specificity）、灵敏度

（sensitivity）和 F1 得分等。为了熟练掌握分类模型，关键之一就是熟悉各种准确率指标，

更重要的是，根据模型的预期应用，知道应该使用其中的哪一个（或哪几个）。 

第 1 章的鸢（yuān）尾花教程已经展示了一个多分类的例子。现在是时候深入研究机器学

习分类器了，首先从最久经考验的一个学习算法开始：逻辑回归（logistic regression）。该

算法只适用于分类模型。 

3.1  逻辑回归 

有许多学习算法都能用于分类问题。第 2 章讲解了决策树、随机森林和梯度提升机（GBM）

如何将回归模型与训练数据拟合。这些算法也可用于分类问题。Scikit 包含了

DecisionTreeClassifier （https://oreil.ly/8N6MG） 、 RandomForestClassifier

（https://oreil.ly/3mNhv）和 GradientBoostingClassifier（https://oreil.ly/ilXW4）等类来

为此提供帮助。第 1 章使用 Scikit 的 KNeighborsClassifier 类（https://oreil.ly/zdDCH）构

建了一个三分类模型，并用 k-近邻作为学习算法。 

这些都是重要的学习算法，它们在当代许多机器学习模型中都有使用。但是，最流行的分

类算法之一是逻辑回归（https://oreil.ly/o5rBl），它分析数据的分布，并为其拟合一个方程，

俗艳定义一个给定的样本属于两个可能的类别中的每一个的概率。例如，它可能判断一个

样本中的值有 10%的机率对应于类别 0，90%的机率对应于类别 1。在这种情况下，逻辑

回归会预测该样本对应于类别 1。虽然叫这个名字，但逻辑回归实际是一种分类算法，而



 

 

非回归算法。它的目的不是创建回归模型，而是对概率进行量化以便对输入样本进行分类。  

以图 3-1 的数据点为例，它们属于两个类别：0（蓝色）和 1（红色）。我们假设 x 轴表示

某人为一门考试而准备的小时数，而 y 轴表示考试通过（1）还是未通过（0）。蓝点落在 x 

= 0 到 x = 10 的范围内，红点则落在 x = 5 到 x = 15 的范围内。在这种情况下，无法选择一

个 x 值直接将两个类别分开，因为两个类别都有在 x = 5 到 x = 10 之间的值。(试着画一条

垂直线，一边只有红点，另一边只有蓝点，看看能不能做到。）但是，完全可以画一条曲

线，给定一个 x，显示该 x 的点属于类别 1 的概率。随着 x 的增大，该点代表类别 1（通

过）而不是类别 0（未通过）的概率也会增大。从曲线可以看出，如果 x = 2，那么该点属

于类别 1 的概率不到 5%。但是，如果 x = 10，有大约 76%的概率属于类别 1。此时如果让

你选择将这个点归为红点还是蓝点，你会得出结论说它是红点，因为它是红点的概率比蓝

点大得多。 

 

图 3-1  逻辑回归 

 

图 3-1 中的曲线是一条 sigmoid（S 型）曲线。它描绘了所谓的 logistic 函数（也称为 logit

函数）（https://oreil.ly/tZTvE），在统计学中已经使用了几十年。对于逻辑回归，该函数是

像下面这样定义的。其中，x 是输入值，m 和 b 是在训练期间学习的参数。 

 

这个方程式揭示了“逻辑回归”这个名字的来历。尽管它是一种分类算法，但 e 的指数恰

好就是线性回归的方程式。 

逻辑回归学习算法将 logistic函数与一个数据分布拟合，并将得到的 y值作为概率对数据点

进行分类。它适用于任何数量的特征（不仅仅是 x，还有 x1、x2、x3，等等）。另外，它还



 

 

是一种参数化学习算法，因为它使用训练数据来找出 m 和 b 的最佳值。具体如何找出最佳

值是一种实现细节，由 Scikit-Learn 这样的库帮你处理。Scikit 默认使用一种称为限制内存

Broyden-Fletcher-Goldfarb-Shanno（L-BFGS）的数值优化算法（https://oreil.ly/hhJw0），但

也支持其他优化方法。顺带一提，这也是 Scikit 在机器学习界如此受欢迎的原因之一。对

于线性回归模型来说，从训练数据中计算出 m 和 b 并不难，但对于逻辑回归模型来说就比

较难了，更不用说像“支持向量机”这样的更复杂的参数化模型。 

Scikit 的 LogisticRegression 类（https://oreil.ly/wpwGs）封装好了逻辑回归算法。使用这

个类，训练一个逻辑回归模型就可以像下面这样简单： 

 

一旦模型训练完成，就可以调用它的 predict 方法来预测输入属于哪个类别，或者调用它

的 predict_proba 方法来获得计算出来的属于每一类的概率。如果为图 3-1 中的数据集拟

合了一个 LogisticRegression 模型，那么以下语句可以预测 x = 10 对应的是类别 1 还是

0：  

 

以下语句则显示了为每个类别计算的概率： 

 

Scikit 还包括 LogisticRegressionCV 类（https://oreil.ly/EPjhI），用于训练具有内置交叉验

证功能的逻辑回归模型（第 2 章已经介绍过交叉验证）。以付出额外训练时间为代价，以

下语句使用 5 折来训练一个逻辑回归模型： 

 

从技术上说，逻辑回归是一种二分类算法，但它也可以用于多分类。本章末尾对此进行详

细说明。现在，请将逻辑回归看作是一种机器学习算法，它使用著名的 logistic 函数来量

化一个输入对应于两个类别的概率。这样，就可以对逻辑回归有一个准确的概念性理解。 

3.2  分类模型的准确率度量 

可以用和回归模型一样的办法来量化分类模型的准确率，即调用模型的 score 方法。对于



 

 

分类器，score 返回真阳性（True Positive，TP）和真阴性（True Negative，TN）①之和除

以样本总数。例如，假定测试数据包括 10 个阳性样本（类别 1 的 样本）和 10 个阴性样本

（类别 0 的样本），而其中有 8 个阳性样本和 7 个阴性样本被模型正确识别，那么得分就是

(8 + 7) / 20，或者 0.75。这有时被称为模型的准确率分数（accuracy score）。 

还有其他许多方法来为分类模型打分，具体哪一种种最合适，往往要取决于打算如何使用

该模型。数据科学家有时并不计算准确率分数。相反，他们度量一个分类模型的精确率和

召回率（https://oreil.ly/YJwCM）。 

⚫ 精确率（Precision）：真阳性数除以真阳性与假阳性数之和。 

⚫ 召回率（Recall）：真阳性数除以真阳性与假阴性数之和。 

从本质上说，精确率会对假阳性（模型错误预测了一个 1 的情况）进行惩罚，召回率则通

过降低模型错误预测了一个 0 时的分数来惩罚假阴性。 

图 3-2 说明了这一区别。假设要训练一个模型来区分北极熊图像和海象图像。为了测试它，

你提交了三张北极熊图像和三张海象图像。另外，假设该模型正确分类了两张北极熊图像，

但错误地将两张海象图像分类为北极熊图像，如红框所示。在这种情况下，模型识别北极

熊的精确率为 50%，因为在模型分类为北极熊的四张图中，实际只有两张是北极熊。但是，

召回率是 67%，因为模型正确识别了三张北极熊图片中的两张。我们可以这样概括精确率

和召回率：前者量化你相信一个阳性预测（positive prediction）有多准确，后者量化模型

准确识别阳性样本（positive samples）的能力。这两者可以通过一个简单的公式合并成一

个分数，称为 F1 分数（也称为 F 分数）（https://oreil.ly/qGnR0）。 

 

图 3-2  使用精确率（precision）和召回率（recall）来度量分类器的准确率（accuracy） 

 

 

① 译注：是的，你猜得没错——所有这些术语，包括真阳性（真正例：预测为正，实际也为正）、真阴性

（真负例：预测为负、实际也为负）、假阳性（假正例：预测为正，实际为负）和假阴性（假负例：预测

与负、实际为正）等，都借鉴自医疗行业。 



 

 

Scikit 提供了一些辅助函数来帮助我们 获取分类指标，例如 precision_score

（https://oreil.ly/2x7yM） 、 recall_score （https://oreil.ly/xp7tO） 和 f1_score

（https://oreil.ly/fUu9A）。具体应该选择精确率还是召回率，要取决于假阳性（False 

Positives，FP）的成本和假阴性（False Negatives，FN）的成本哪个更高。当假阳性的成

本很高时，就使用精确率——例如，如果“阳性”意味着将一封电子邮件识别为垃圾邮件。

你宁愿垃圾邮件过滤器将几封垃圾邮件放入收件箱，也不愿意将一封合法的（可能是重要

的）电子邮件放到垃圾邮件文件夹。相反，当假阴性的成本很高时，就使用召回率。一个

很好的例子是使用机器学习在 X 射线和磁共振成像（MRI）扫描中发现肿瘤。你宁愿因为

一个假阳性结果而把病人送去复查，也不愿在病人真的有肿瘤的时候告诉他没有肿瘤。 

在野外发现北极熊 

北极熊与海象的例子摘自我为微软写的一个教程，该教程开头是这样介绍的： 

“你带领着一群气候科学家，他们对北极地区不断减少的北极熊数量感到担忧。为了解决

这个问题，团队在整个地区的战略位置安放了数百个动态侦测摄像头。现在的挑战是设计

一个自动化系统，实时处理来自这些摄像头的数据，并在其中一个摄像头拍摄到北极熊时

在地图上显示警报，而不是人工检查每张照片以判断其中是否有北极熊。需要一个解决方

案，利用人工智能（AI）来高度准确地判断一张照片是否包含北极熊。而且需要快速搞定

这件事情，因为气候变化不等人。” 

该教程结合了几个 Azure 服务，以形成一个端到端的解决方案，而且它使用微软的 Power 

BI 来进行可视化。感兴趣的读者可以在线查看（https://oreil.ly/Q8Bwb）。 

准确率、精确率、召回率和 F1 分数适用于二分类以及多分类模型。还有一个指标仅适用

于二分类，称为接收者操作特征（Receiver Operating Characteristic，ROC）曲线

（https://oreil.ly/BDvv9），它绘制了不同概率阈值下的真阳性率（True-Positive Rate，TPR）

与假阳性率（False-Positive Rate，FPR）。图 3-3 展示了一条示例 ROC曲线。一条从左下角

延伸到右上角的直线表明模型在 50%的时间内是正确的，对于二分类器来说，这和瞎猜没

有区别。曲线越向左上角弯曲，模型就越准确。数据科学家经常使用曲线下面积（Area 

Under the Curve，AUC 或 ROC AUC）作为衡量准确率的总体指标。Scikit 提供了一个名为

RocCurveDisplay （https://oreil.ly/mJePr） 的 类 来 绘 制 ROC 曲 线 ， 以 及 一 个 名 为

roc_auc_score（https://oreil.ly/ryuxL）的函数来获取 ROC AUC 分数。这个函数返回的分

数是 0.0 到 1.0 的值。分数越高，模型越准确。 

为了评估分类模型的准确率，还有另一种方式是绘制混淆矩阵（confusion matrix）

（https://oreil.ly/YxADc），如图 3-4所示。它适用于二分类和多分类，为每个类别显示了模

型在测试中的表现。在本例中，该模型被要求区分戴口罩（masked）和不戴口罩

（unmasked）的面部图像。在出示戴口罩的面部图像时，它在 85 次中有 78 次是正确的。

而在出示不戴口罩的人的面部图像时，58 次中有 41 次正确。Scikit 提供了一个计算混淆矩

阵 的 confusion_matrix 函 数 （https://oreil.ly/U4JBb）。 还 提 供 了 一 个



 

 

ConfusionMatrixDisplay 类 （https://oreil.ly/CLnP2）， 其 中 有 名 为 from_estimator

（https://oreil.ly/2XdMZ）和 from_predictions（https://oreil.ly/6sXhx）的方法用于绘制混

淆矩阵。 

 

图 3-3  接收者操作特征（ROC）曲线 

 

 

图 3-4  混淆矩阵 

 

 网上有无数代码示例使用 Scikit 的 plot_confusion_matrix 函数来显示混淆矩阵。目

前，自 Scikit 1.0 引入的 ConfusionMatrixDisplay 才是生成混淆矩阵的正确方式。

plot_confusion_matrix 预计将在 1.2 版本中从库中删除。 

  

在讨论分类模型的准确率时，你可能遇到的其他术语 还有灵敏度和特异 度



 

 

（https://oreil.ly/EhfoW）等。其中，灵敏度（sensitivity）与召回率完全一致，所以 Scikit

没有单独包括计算它的方法。特异度（specificity）是针对阴性（负）类别而不是阳性

（正）类别的召回率，计算方法是用真阴性数除以真阴性和假阳性数之和。Scikit 也没有

提供专门的函数来计算特异性。但是，可以通过调用 recall_score 来轻松实现，用

pos_label 参数指定 0（而非 1）是阳性标签（positive label）即可。 

 

灵敏度和特异度在药物测试和癌症筛查中经常使用。假设你在国外旅行，要求在回国前的

核酸检测结果为阴性。如果没有感染新冠，那么检测结果错误地说你感染了的几率有多大？

（我最近在海外旅行时曾多次问自己这个问题。）答案是核酸检测的特异度——衡量检测

在识别阴性样本时有多准确。另一方面，灵敏度揭示了如果检测结果说你感染了新冠，那

么它有多大可能是正确的。这是一个微妙的区别，但是如果你担心一个错误的检测可能会

造成自己无法回家（特异度），或者如果想在探望长辈之前确定自己没有感染新冠（灵敏

度），那么这个区别就很重要了。 

3.3  分类数据 

机器学习从数字中寻找模式（patterns）。它只对数字起作用。然而，许多数据集都有包含

了字符串值的列。这些字符串包括"male"和"female"，或者"red"、"green"和"blue"等。

数据科学家将这些称为分类值（categorical values），将包含它们的列称为分类列

（categorical columns）。机器学习不能直接处理分类值。要在模型中使用它们，必须将它

们转换为数字。 

有两种流行的技术可以将分类值转换为数值。一种是标签编码（label encoding），第 1 章的

K-means 聚类例子已经简要地展示了这个技术。标签编码将分类值替换为整数。如果一列

有三个唯一的值，标签编码将它们替换为 0、1 和 2。为了体会它，请在 Jupyter 笔记本中

运行以下代码： 

 

上述代码创建了一个 DataFrame，包含一个名为 Length 的数字列和一个名为 Color 的分类

列。分类列中包含三个不同的分类值。下面是编码前的数据集的样子： 



 

 

 

下面是使用 Scikit 的 LabelEncoder 类对 Color 列中的值进行标签编码后的样子： 

 

编码后的数据集可以用来训练机器学习模型。未编码的数据集则不能。可以从编码器的

classes_属性中得到编码类别的一个有序列表。 

为了将分类值转换为数值，另一个常见的方法是独热编码（one-hot encoding，或称一位有

效编码），它为分类列中的每个唯一值在数据集中添加一列，并在这些编码列中填充 1 和

0。独热编码可以通过 Scikit 的 OneHotEncoder 类（https://oreil.ly/fkDgF）或者在一个

Pandas DataFrame 上调用 get_dummies（https://oreil.ly/hqMPs）进行。下例演示了如何用后

者编码数据集。 

 

下面是结果： 

 



 

 

标签编码和独热编码都可用于回归问题和分类问题。你肯定想问，到底应该使用哪一个？

一般来说，数据科学家更喜欢独热编码而不是标签编码。前者为每个独特的值赋予了相同

的权重，而后者意味着一些值可能比其他值更重要——例如，"red"（2）比"blue"（0）

更重要。另一方面，标签编码的内存效率更高。标签编码前后的列数不会变化，而独热编

码要为每个独特的值增加一列。对于一个非常大的数据集，如果它的一个分类列中有数千

个唯一值，那么标签编码所需的内存会少得多。 

机器学习模型的准确率很少受到你选择的编码方法的影响。如果存有疑虑，那么无脑选择

独热编码，这很少会出错。如果想进行确定，那么可以同时对数据进行两种方式的编码，

并在训练了机器学习模型后比较结果。 

3.4  二分类 

二分类器（binary classifiers）是用带标签的数据进行训练的监督学习模型。0 代表阴性类

别（negative class），1 代表阳性类别（positive class）。它们做出的预测也是 0 和 1。它们还

透露了属于每一类别的概率，你可以将其纳入自己的结论。例如，一家信用卡公司可能会

决定，只有在模型至少有 99%的把握预测一笔交易具有欺诈性的情况下，才拒绝该交易。

在这种情况下，模型计算出的概率比它做出的原始预测更重要。 

为了帮助大家了解到目前为止所介绍的关于二分类的一切，让我们用 Scikit 来构建两个模

型：首先是一个简单的模型，展示了核心原则，然后是第二个模型，解决了一个真正的商

业问题。 

3.4.1  对泰坦尼克号乘客进行分类 

机器学习著名的公共数据集之一是泰坦尼克号数据集（https://oreil.ly/JtxlV），它包含关于

数百名泰坦尼克号乘客的信息，包括哪些人幸存，哪些人没有。让我们用逻辑回归从数据

集建立一个二分类模型，看看我们是否能在给定一名乘客的性别、年龄和票价舱位（头等

舱、二等舱还是三等舱）的前提下，预测他/她的幸存几率。 

第一步是下载数据集（https://oreil.ly/vMnPI），并将其复制到 Jupyter 笔记本所在目录下的

Data 子目录。然后在笔记本中运行以下代码来加载数据集，体会一下它的内容： 

 

下面是输出： 



 

 

 

该数据集包含 891 行和 12 列。其中一些列，如 PassengerId 和 Name，与机器学习模型无

关。其他列则非常相关。我们主要关注的是： 

⚫ Survived：表明是幸存(1)还是没有幸存(0)。 

⚫ Pclass：表明乘客乘坐的是头等舱 (1)，二等舱(2)，还是三等舱(3)。 

⚫ Sex：表明乘客的性别 

⚫ Age：表明乘客的年龄 

Survived列是标签列——即我们要尝试预测的列。其他列跟这个预测相关。头等舱乘客更

有可能在沉没中幸存下来（https://oreil.ly/i0N6s），因为他们的舱室更靠近船的顶层甲板，

更靠近救生艇。另外，妇女和儿童更有可能在救生艇上获得空间。 

现在，使用以下语句看看数据集是否缺失了任何值： 

 

下面是输出： 

 

Cabin（船舱号）这一列缺少很多值，但我们不关心，因为不会用到这一列。Age列是我们

要用到的，但它也缺少一些值。可以用其他所有年龄的平均值来替换这些缺失的值，数据

科学家将这种方法称为对缺失值进行插补（imputing）。但是，我们采用的是更简单的方法，



 

 

即删除含有缺失值的行。使用以下语句删除不需要的列，删除有缺失值的行，并对 Sex 和

Pclass 列中的值进行独热编码： 

 

下面是结果数据集： 

  

下个任务是针对训练和测试来拆分数据集： 

 

注意传递给 train_test_split 的 stratify=y 参数。它很重要，因为去除有缺失值的行后，

在剩下的 714个样本中，290个代表幸存下来的乘客，424个代表没有幸存下来的乘客。我

们希望在训练数据集和测试数据集中包含相似比例的这两类乘客，而 stratify=y 就实现

了这一点。不这样指定，模型最终会比实际情况更准确或更不准确。 

现在创建一个逻辑回归模型，用拆分好的数据进行训练，并用测试数据进行评分。 

 

用交叉验证法再次对模型进行评分，以便对分数更有信心。记住，这是通过将真阳性和真

阴性数相加，并除以样本总数计算出来的准确率分数。 

 

使用以下语句来显示混淆矩阵，精确显示模型在测试期间的表现： 



 

 

 

下面是结果： 

 

注意，当预测乘客不会幸存时，该模型比预测他们会幸存时更准确。这是因为在用于训练

模型的数据集中，乘客死亡（Perished）的样本多于乘客幸存（Survived）的样本。我们当

然喜欢用一个完全平衡的数据集来训练二分类模型，这种数据集包含相同数量的阳性和阴

性样本。但是，如果在评估模型的准确率时考虑到了样本不平衡的问题，那么用不平衡的

数据集来训练也是完全能够接受的。 

现在，使用 Scikit 的 precision_score 和 recall_score 函数来计算模型的精确率、召回率、

灵敏度和特异度： 

 

下面是结果： 



 

 

 

我们知道，该模型更善于识别没有幸存下来的乘客，而不是那些幸存下来的乘客。高的特

异度分数是否与这个观察结果相一致？如何解释相对较低的召回率和灵敏度分数？ 

现在，让我们用训练好的模型来做一些预测。首先，预测头等舱的一名 30 岁女性是否可

能幸存。由于该模型是用包含多个列名称的一个 DataFrame 来训练的，所以我们将使用相

同的列名称来制定一个输入： 

 

模型预测她能幸存下来，但幸存几率是多少呢？ 

 

所以，乘坐头等舱的一名 30 岁女性有 90%以上的机率幸存。但是，乘坐三等舱的一名 60

岁男性呢？ 

 

请自由尝试其他输入，看看模型怎么说。例如，二等舱的一名 12 岁男孩在泰坦尼克号沉

没后幸存下来的机率有多大？ 

3.4.2  检测信用卡欺诈 

今天，机器学习最引人注目的用途之一是发现欺诈性的金融交易。信用卡公司在销售点

（POS）应用机器学习来决定是否接受或拒绝一次刷卡行为。这些公司不愿意公布细节或

者他们用来训练模型的数据，但这是完全可以理解的。但是，至少有一个这样的数据集已

经开放给公众使用。为了保护隐私，其中的数据是用一种称为主成分分析（Principal 

Component Analysis，PCA）的技术进行匿名的，具体将在第 6 章解释。 

该数据集如图 3-5 所示。数据来自欧洲信用卡持有人在 2013 年 9 月的真实交易。大多数列

都有隐晦的名称，例如 V1 和 V2，并包含同样不透明的值。其中，有三列——Time、

Amount 和 Class——具有真实的名称和未经修改的值，分别揭示了刷卡交易发生的时间、

交易金额以及交易是合法（Class=0）还是具有欺诈性（Class=1）。 



 

 

 

图 3-5  欺诈检测数据集 

 

每一行都代表一笔交易。在数据集中的 284 807 笔交易中，只有 492 笔是欺诈性的。由于

该数据集高度不平衡，所以你自然预期对于基于该数据集进行训练的机器学习模型来说，

在合法交易的分类上比欺诈交易准确得多。这其实不一定是个问题，因为信用卡公司宁可

对欺诈性交易进行错误的分类，让其中 100 笔事实上非法的交易顺利通过，也不愿对一笔

合法的交易进行错误的分类，从而激怒客户。 

首先，下载一个包含数据集的 ZIP 文件（https://oreil.ly/EYbNK）。将 ZIP 文件中的

creditcard.csv 复制到笔记本所在目录的 Data 子目录中。然后，在 Jupyter 笔记本中运行以

下代码来加载数据集并显示前几行： 

 

然后，了解数据集中包含多少行，这些行中是否有缺失的值： 

 

结果表明，该数据集包含 284 807 行，没有任何缺失值。接着，拆分数据以分别进行训练

和测试，并在调用 train_test_split 方法时指定 stratify 参数来确保合法交易和欺诈交

易的比例在训练数据集和测试数据集中是一致的。 



 

 

 

然后，训练一个逻辑递归模型来划分不同类别： 

 

注意传递给 LogisticRegression 方法的 max_iter=5000 参数。max_iter 指定了在针对一个

数据集拟合 logistic 函数时，允许收敛于一个解的最大迭代次数。默认值是 100，这在本例

中是不够的。将这个限制提升至5000，可以为内部求解器提供它所需要的空间来找到一个

解。 

用真阳性和真阴性数之和除以测试样本的数量，所计算出来的典型的准确率分数并不是很

有帮助，因为数据集是如此的不平衡。欺诈性交易在所有样本中占比不到 0.2%，这意味

着模型可以简单地猜测每笔交易都是合法的，而且 99.8%的时间都是正确的。让我们使用

混淆矩阵来可视化模型在测试中的表现。 

 

下面是结果： 

 



 

 

一个逻辑回归模型正确识别了 56 853 笔交易为合法交易，而将合法交易错误归类为欺诈性

交易的次数只有 11 次。我们想尽量减少后一个数字，因为我们不想因为拒绝合法交易而

惹恼客户。让我们看看随机森林分类器是否能做得更好： 

 

 

随机森林仅将 4 笔合法交易误认为是欺诈性的。这是对逻辑回归的一种改进。再来看看梯

度提升分类器是否能做得更好。 

 



 

 

 

梯度提升机（GBM）比随机森林错误地分类了更多的合法交易，所以我们坚持使用随机

森林。在 56 864 笔合法交易中，随机森林正确分类了 56 860 笔。这意味着合法交易有

99.99%以上的时间被正确分类。与此同时，该模型抓出了大约 75%的欺诈性交易。 

使用以下语句来衡量随机森林分类器的精确率、召回率、灵敏度和特异度： 

 

下面是输出： 

 

鉴于信用卡公司一方面希望客户快乐，另一方面希望客户消费，所以你认为他们对这些指

标中的哪个最感兴趣？如果你的回答是特异性就对了。特异性衡量的是测试在不将阴性样

本错误地归为阳性的可靠程度——在本例中，即为不将合法交易归类为欺诈（类似于在之

前的例子中，不将核酸检测的阴性样本归为阳性）。 

遗憾的是，我们无法用这个模型进行预测，因为不知道 V1 到 V28 列中各个数字的含义，

也无法从一笔新的交易中生成列值，因为不知道当初对原始数据集是如何转换的。甚至不

知道原始数据集是什么样子的。最有可能的是，每一行都包含了关于持卡人的信息——例



 

 

如，年收入、信用分、年龄、居住国和去年刷卡金额。另外，还有关于购买的产品和刷卡

地点的信息。机器学习在特征工程（feature-engineering）方面——弄清楚哪些数据与试图

建立的模型有关——与数据准备和选择学习算法一样具有挑战性，甚至更有挑战性。 

在现实生活中，信用卡公司用来检测欺诈行为的模型比这更复杂，而且它们通常包含几个

模型，因为没有一个能保证百分百准确。例如，一家公司可能会建立三个模型，并让它们

对一笔给定的交易是否合法进行投票。无论如何，你现在已经证明了这样一个原则：只要

有正确的特征，就能建立一个分类模型，在检测信用卡欺诈方面具有相当的准确率。另外，

你亲眼见证了 Scikit 允许你很容易地试验不同的学习算法，以确定哪种算法能生成最有用

的模型。 

3.5  多分类 

现在是时候讨论多分类（multiclass classification）了，它允许有 N 个可能的结果，而不是

像二分类那样只有两个。多分类的一个很好的例子是光学字符识别（OCR）：检查一个手

写的数字并预测它对应的数字（0~9）。另一个例子是检查一张面部照片，并通过一个训练

好的模型来识别照片中的人，该模型能识别数百个人。 

到目前为止学到的关于二分类的几乎所有知识也适用于多分类。在 Scikit 中，任何适用于

二分类的分类器也适用于多分类模型。这一点的重要性怎么强调都不为过。一些学习算法，

例如逻辑回归，只在二分类场景下工作。许多机器学习库要求写显式的代码来扩展逻辑回

归以执行多分类，或者使用一种形式全然不同的逻辑回归。但是，Scikit 不是这样设计的。

相反，它确保 LogisticRegression（逻辑回归）等分类器在两种情况下都能工作。必要时，

它会在幕后做额外的工作来确保这一点。 

对于逻辑回归，Scikit 使用两种策略中的一种来扩展算法，使其能在多分类情况下工作。

（可用 LogisticRegression 类的 multi_class 参数来指定使用的策略，或者接受默认的 

"auto"，让 Scikit 自己选择。）其中一个策略是多分类逻辑回归（multinomial logistic 

regression），它用一个 softmax 函数替代了 logistic 函数(https://oreil.ly/BXtMC)，能生成多

个概率，每个类别一个（one-vs-one）。另一个策略是 one-vs-rest，也称为 one-vs-all，它训

练 n 个二分类模型，其中 n 是模型可以预测的类别的数量。n 个模型中的每一个都将一个

类别与其他所有类别配对。要求模型做出预测时，它通过全部 n 个模型运行输入，最终使

用的是能产生最高概率的那个模型的输出。图 3-6 展示了这个策略。 



 

 

 

图 3-6  扩展二分类算法以支持多分类的策略 

 

one-vs-rest方法对逻辑回归很有效，但是对于一些仅二分类的分类算法，Scikit会用one-vs-

one方法来代替。例如，使用 Scikit的 SVC类（一种支持向量机分类器，详情参见第 5 章）

进行多分类时，Scikit 会为每一对类别建立一个模型。如果模型包括 4 个可能的类，那么

Scikit 会在幕后构建不少于 7 个模型。 

构建多分类模型时，其实并不需要知道所有这些细节。但是，它确实解释了为什么一些多

分类模型需要更多的内存，而且训练速度比其他的要慢。一些分类算法，例如随机森林和

GBM（梯度提升机），本身就支持多分类。对于那些不支持的算法，Scikit 是你的后盾。

它填补了这一空白，并尽可能地透明化。 

这里需要重申一下：所有 Scikit 分类器都能进行二分类和多分类。这简化了编码，让你专

注于模型的构建和训练，而不必理解算法的底层机制。 

3.6  构建数字识别模型 

想亲身体验一下多分类吗？一个检查扫描的手写数字，并预测它们和 0~9 中哪一个对应的

模型怎么样？美国邮政总局（USPS）多年前建立了一个类似的模型来识别手写的邮政编

码，作为邮件分类自动化努力的一部分。我们将使用 Scikit 内置的一个样本数据集：加州

大学欧文分校的手写数字 OCR 数据集（https://oreil.ly/i55Ob），其中包含近 1800 个手写数

字。每个数字由一个 8×8 的数字数组表示。其中，每个数字的范围是从 0 到 16，数字越

大表示像素越暗。我们将使用逻辑回归从这些数据中预测。图 3-7 展示了数据集中的前 50

个数字。 



 

 

 

图 3-7  手写数字 OCR 数据集中的前 50 个数字 

 

首先创建一个 Jupyter 笔记本，在第一个单元格中执行以下语句： 

 

下面是第一个数字的数值形式： 

 

以下语句显示人眼看到的结果： 

 

这显然是一个 0，但可以从它的标签中确认这一点： 

 

绘制前 50 张图，并显示相应的标签： 



 

 

 

分类模型在平衡的数据集上效果最好。使用以下语句来绘制样本的分布： 

 

下面是输出： 

 

数据集几乎是完全平衡的，所以让我们拆分它来训练一个逻辑回归模型： 

 

使用 score来量化模型的准确率： 

 

使用一个混淆矩阵，看看模型在测试数据集上的表现如何： 



 

 

 

由此产生的输出描绘了一个令人鼓舞的画面：沿对角线的是大数字和深色，对角线外的是

小数字和浅色。一个完美的模型在对角线外全是零。但是，当然，完美的模型并不存在。 

  

从数据集中选取一个数字，并绘制它，看看它是什么样子的： 

 

把它传给模型，模型预测它是什么数字？ 

 

模型预测它是每个可能的数字的概率是多少？ 



 

 

 

预测这个数字是 4 的概率是多少？ 

 

当用于二分类时，predict_proba 返回两个概率：一个用于阴性类别（negative class），一

个用于阳性类别（positive class）。对于多分类，predict_proba 则返回属于每个可能的类

别的概率。这样一来，就可以评估模型对 predict 返回的预测结果的信心。毫不奇怪，

predict 返回的是被赋予最高概率的类别。 

3.7  小结 

分类模型在业界被广泛用于预测分类结果，例如一笔刷卡交易是该接受还是拒绝。二分类

模型预测两个结果中的一个，多分类模型则预测两个以上的结果。分类模型最常用的学习

算法之一是逻辑回归，它为训练数据拟合一个方程式。为了预测结果，它计算每种类别是

正确的概率，并选择概率最高的结果。 

有许多方法可以对分类模型进行评分。具体应该选择哪种方法，要取决于你打算如何使用

该模型。例如，当假阳性的成本很高时，使用精确率来评估模型的准确率。精确率的计算

方法是用真阳性数除以真阳性数与假阳性数之和。另一方面，如果假阴性的成本很高，就

用召回率代替。召回率的计算方法是用真阳性数除以真阳性数与假阴性数之和。与精确率

和召回率密切相关的是灵敏度和特异度。灵敏度与召回率完全一致，而特异度其实也是召

回率，只是用阴性类别取代了阳性类别。混淆矩阵提供了一种方便的方法，可以直观地看

到一个模型在测试数据上的表现，而不是显示一个干巴巴的准确率数字。 

有的学习算法只适用于二分类，但 Scikit 在幕后施展了一些魔法，确保任何学习算法都能

用于二分类或多分类。这是 Scikit 机器学习库的一个特点，其他库并非都是如此。有的库

将其学习算法限制在特定的场景中，或者要求你写额外的代码，才能在多分类模型中使用

一个二分类算法。 

本章所有模型都是用数值数据进行训练的，尽管有的数据集包含分类值——即字符串而非

数值，而它们必须用独热编码转换为数字。你可能想知道如何构建一个只针对文本的分类

模型——例如，一个为餐厅评价打分或者将电子邮件分类为垃圾/非垃圾邮件的模型。这

非常合理，将是第 4 章的主题。 

  



 

 

第 4章  文本分类 

二分类的一个更新颖的用途是情感分析（sentiment analysis），它检查一个文本样本，例如

一条产品评价、一条推特或者网站上的一条评价，并在 0.0 到 1.0 的范围内打分。其中，

0.0 代表负面情感，1.0 代表正面情感。诸如“物美价廉”这样的评价可能会得到 0.9 分，

而“太贵了，也不好用”可能会得到 0.1 分。这个分数反映了文本表达积极情感的概率。

情感分析模型很难用算法建立，但用机器学习来打造则很容易。要想更多地了解情感分析

当前的商用情况，请参考 Nicholas Bianchi 的文章“情感分析的 8 个现实用例”

（https://oreil.ly/nWq4a）。 

情感分析是在文本数据而非数值数据上进行分类任务的一个例子。由于机器学习只能用数

字进行，所以在训练一个情感分析模型、识别垃圾邮件的模型或者其他任何对文本进行分

类的模型之前，都必须先将文本转换成数字。一个常见的方法是构建词频表，称为词袋

（bag of words）（https://oreil.ly/W4M6O）。Scikit-Learn 提供了一些帮助。它还支持文本的

归一化。例如，使“awesome”和“Awesome”不会被算作两个不同的词。 

本章首先描述了如何准备要在分类模型中使用的文本。在构建了一个情感分析模型之后，

我们将讨论另一种流行的学习算法，即朴素贝叶斯（Naive Bayes），它对文本的处理效果

特别好。我们将使用它来构建一个模型，以区分合法邮件和垃圾邮件。最后，将讨论一种

度量两个文本样本相似度的数学技术，并用它来构建一个应用程序，根据你喜欢的其他电

影来推荐电影。 

4.1  准备用于分类的文本 

在训练一个模型对文本进行分类之前，必须先将文本转换成数字，这个过程称为矢量化

（vectorization）①。图 4-1 重现了第 1 章的图，它展示了一种常见的文本矢量化技术。每

行代表一个文本样本，例如一条推特或者一条影评。每一列则代表训练文本中的一个词。

行中的数字是词数（word counts），每行的最后一个数字是标签（label）：0 代表负面情感，

1 代表正面情感。 

 

① 译注：本书中文版将混合使用“矢量”和“向量”。两者没有本质的区别。 



 

 

 

图 4-1  用于情感分析的数据集 

 

文本在矢量化之前通常需要先清洗一遍。清洗（cleaning）的例子包括转换成小写（例如，

“Excellent”相当于“excellent”），去除标点符号，并选择性地去除停用词（stop word）

——像 the 和 and 这样常见的词可能对结果影响不大。一旦清洗完毕，句子就会被分成单

个的词（即 tokenized，或者说对句子进行“分词”），这些词被用来生成像图 4-1 那样的数

据集。 

Scikit-Learn 提供了三个类来完成文本清洗和矢量化的繁重工作： 

⚫ CountVectorizer (https://oreil.ly/00918)：从训练文本的语料库中创建一个字典（或称

vocabulary，词汇表），并生成一个像图 4-1 那样的词数矩阵。 

⚫ HashingVectorizer (https://oreil.ly/vTJ4b)：使用词哈希（word hashes）而不是内存中

的词汇来生成词数，因此更节省内存。 

⚫ TfidfVectorizer (https://oreil.ly/xzaYZ)：从提供给它的词中创建一个字典，并生成一

个像图 4-1 那样的矩阵，但该矩阵不包含整数词数，而是包含 0.0~1.0 的词频-逆文档

频率（Term Frequency-Inverse Document Frequency，TFIDF）（https://oreil.ly/NQrDJ）

值，反映单个词的相对重要性。 

所有这三个类都能将文本转换为小写字母，去除标点符号，去除停用词，将句子拆分为单

独的词，等等。它们还支持 n-grams，即两个或更多连续的词（数字 n 由你指定）的组合

应被视为一个词。它背后的思路在于，像信用（credit）和分（score）这样的词如果在一

个句子中紧挨在一起出现，可能比它们相隔很远出现更有意义。如果没有 n-grams，词的

相对接近性就会被忽略。使用 n-grams 的缺点在于，它增加了内存消耗和训练时间。然而，

只要能合理地使用，它能使文本分类模型更加准确。 



 

 

  神经网络有其他更强大的方法将词序考虑进去，而不要求相关的词紧挨在一起出。

传统的机器学习模型无法将“我喜欢蓝色，因为它是天空的颜色”这句话中的蓝色和天空

联系起来，但神经网络可以。我将在第 13 章进一步说明这一点。 

下例演示了 CountVectorizer 的作用及其用法： 

 

下面是输出： 

 

本例的文本语料库是一个 Python 列表中的 4 个字符串。CountVectorizer 将这些字符串拆

分为词，删除停用词和符号，并将剩余所有词转换为小写。这些词构成了数据集中的列，

行中的数字则代表一个给定的词在每个字符串中出现的次数。stop_words='english'参数

告诉 CountVectorizer 使用包含了 300 多个英语停用词的一个内置字典来删除停用词。如

果愿意，也可以用一个 Python列表提供自己的停用词列表（还可以选择保留停用词，它们

经常都并不重要）。用另一种语言的文本进行训练时，可以从其他 Python 库获得多语言的

停用词列表，例如 Natural Language Toolkit（NLTK）（https://oreil.ly/2WzKr）和 Stop-

words(https://oreil.ly/Z4mRJ)。 

从输出结果可知，尽管含义相似，但 equal 和 equals 被算成单独的词。数据科学家在为机

器学习准备文本时，有时还会更进一步，对单词进行词干 提取（stemming）



 

 

（https://oreil.ly/q5ZhR）或词形还原（lemmatizing）（https://oreil.ly/BbiUx）。对上述文本

进行词干提取，出现的所有 equals 都会被转换为 equal。Scikit 缺乏对词干提取和词形还原

的支持，但这个功能可从其他库（如 NLTK）中获得。 

CountVectorizer 会删除标点符号，但不会删除数字。第 1 行中的 7 之所以被忽略了，因

为它会忽略单字符。但是，如果把 7 改为 777，777 这个词就会出现在词汇表中。为了解

决这个问题，一个方法是定义一个删除数字的函数，并通过 preprocessor 参数把它其传

递给 CountVectorizer。 

 

注意这里调用 lower 将文本转换为小写。如果提供了一个预处理函数，CountVectorizer

就不会自动将文本转换为小写，所以预处理函数必须自己转换。不过，它仍然会自动删除

标点符号。 

CountVectorizer 另一个有用的参数是 min_df，它可以忽略那些出现次数少于指定次数的

词。参数值可以是指定了最小计数的一个整数（例如，忽略在训练文本中出现少于 5 次的

词，即 min_df = 5）。也可以是一个 0.0~1.0 的浮点值，指定在所有样本中，必须包含一个

词的样本的最小百分比（例如，忽略只有不到 10%样本才有的词，即 min_df=0.1）。这可

以帮助我们过滤掉那些可能没有意义的词，而且它通过减少词汇表的大小来减少内存消耗

和训练时间。CountVectorizer 还支持一个 max_df 参数，用于消除那些出现频率过高的词。  

前面的例子使用的是 CountVectorizer，那么什么时候（以及为什么）要改为使用

HashingVectorizer 或 TfidfVectorizer 呢？HashingVectorizer 在处理大型数据集时非常

有用。它不是在内存中存储词，而是对每个词进行哈希处理，并将哈希值作为一个词计数

数组的索引。因此，它可以用更少的内存做更多的事情。另外，在对矢量化器

（vectorizers）进行序列化时，它还有助于减少这些矢量化器的大小。序列化的目的是以

后能够恢复它们——详情将在第 7 章讨论。HashingVectorizer 的缺点在于，它不能让你

从反方向从矢量化的文本转换为原始文本。CountVectorizer 则可以，它为这个目的提供

了一个 inverse_transform 方法（https://oreil.ly/jlJxb）。 

TfidfVectorizer 经常用于进行关键词提取：检查一个或一组文档，并提取反映其内容特

征的关键词。它为词分配反映其重要性的数值权重，并使用两个因素来确定权重：词在单

个文档中出现的频率，以及词在整个文档集中出现的频率。如果一个词在单个文档中出现

频率较高，但在较少的文档中出现，那么它会获得较高的权重。这里不再深入这一主题，

但如果你想更多地了解，那么可以实验本书的 GitHub repo 包含的一个笔记本

（https://oreil.ly/WNOiU），它使用 TfidfVectorizer 从第 1 章的英文版手稿中提取关键词。  



 

 

4.2  情感分析 

为了训练情感分析模型，我们需要一个带标签的数据集。公共领域有几个这样的数据集可

用（https://oreil.ly/qYYGM）。其中一个是 IMDB 影评数据集（https://oreil.ly/INB8o），它包

含 25000 条负面评价和 25000 条正面评价的样本，这些评价都发布在 Internet Movie 

Database 网站上（https://imdb.com）。每条评价都被细致地标记为 0 代表负面情感，1 代表

正面情感。为了演示情感分析是如何工作的，让我们构建一个二分类模型，并用这个数据

集来训练它。我们将使用逻辑回归作为学习算法。这个模型产生的情感分析分数只是输入

表达了正面情感的概率，可以调用 LogisticRegression的 predict_proba方法来轻松获取

这个概率。 

首先下载数据集（https://oreil.ly/uex7A）并将其复制到你的 Jupyter 笔记本目录下的 Data子

目录。然后，在笔记本中运行以下代码，加载数据集并显示前 5 行： 

 

encoding 属性是必须的，因为 CSV 文件使用 ISO-8859-1 字符编码而不是 UTF-8。输出结

果如下所示： 

 

了解数据集包含多少行，并确认没有缺失值： 

 

使用以下语句来查看每个类别有多少个实例（0 代表负面，1 代表正面）： 

 

下面是输出： 



 

 

 

正面和负面样本数量持平，但是在每一种情况下，唯一样本数量都少于该类别的样本数量。

这意味着该数据集有重复的行，而重复的行可能会使机器学习模型产生偏差。使用以下语

句删除重复的行，并再次检查是否平衡： 

 

现在没有重复行了，正面和负面样本的数量也大致相等。 

接着，使用 CountVectorizer 准备 Text 列中的文本并进行矢量化。将 min_df 设为 20，以

忽略那些在训练文本中出现频率较低的词。这减少了发生“内存不足”错误的机率，并可

能会使模型更准确。另外，我们还使用了 ngram_range 参数，允许 CountVectorizer 包括

词对以及单个词。 

 

现在将数据集拆分为训练和测试两部分。我们将使用 50/50 分割，因为总共有近 50000 个

样本。 

 

下一步是训练一个分类器。我们将使用 Scikit 的 LogisticRegression 类，它使用逻辑回归

来为数据拟合一个模型。 

 

用留作测试的 50%数据集来验证训练好的模型，并在一个混淆矩阵中显示结果。 



 

 

 

混淆矩阵显示，该模型正确识别了 10795 条负面评价，而错误地分类了其中 1574 条。它

正确识别了 10966 条正面评价，错了 1456 次。 

 

现在，有趣的地方到了：分析输入的一句话的情感。使用以下语句为“The long lines and 

poor customer service really turned me off”（大排长队，客户服务差劲）这句话生成一个情

感分数。 

 

以下是输出结果： 

 

现在，对“The food was great and the service was excellent!”（食物很好，服务也不错！）做

同样的事情。 

 

如果你期望这句话能得到一个高分，那么结果不会令你失望： 

 



 

 

请自行尝试输入各种句子，看看自己是否同意该模型所预测的情感分数。它并不完美，但

足够好。如果通过它运行数百条评价或意见，应该会得到文本所表达的情感的可靠指示。 

 有的时候，CountVectorizer 内置的停用词列表会降低模型的准确率，因为该列表过

于宽泛。作为一个实验，可以从 CountVectorizer 中删除 stop_words='english'，然后再

次运行代码。检查混淆矩阵。准确率是提高了还是下降了？也可以随意更改其他参数，例

如 min_df 和 ngram_range。在现实世界中，数据科学家经常会尝试许多不同的参数组合，

以确定哪一个能产生最佳结果。 

4.3  朴素贝叶斯 

逻辑回归是分类模型的一种常用算法，在对文本进行分类时往往非常有效。但是，在涉及

文本分类的场景中，数据科学家经常转向另一种学习算法，即朴素贝叶斯（Naive Bayes）

（https://oreil.ly/MqGwH）。这是一种基于贝叶斯定理（https://oreil.ly/dZxN3）的分类算法，

它提供了一种计算条件概率的方法。在数学上，贝叶斯定理是这样表述的： 

 

它的意思是说，在 B 为真的情况下，A为真的概率等于在 A为真的情况下 B为真的概率乘

以 A为真的概率，结果除以 B为真的概率。这句拗口的话虽然准确，但并不能说明为什么

朴素贝叶斯对文本分类如此有用——或者应该如何应用。例如，如何把它应用于一个电子

邮件集合，以判断哪些是垃圾邮件。 

先从一个简单的例子开始。假设收到的所有电子邮件中有 10%是垃圾邮件。这个值就是

P(A)。分析发现，收到的垃圾邮件中有 5%含有“congratulations”（恭喜）一词，但所有邮

件中只有 1%含有这个词。因此，P(B|A)为 0.05，P(B)为 0.01。如果一封电子邮件含有

“congratulations”一词，那么它是垃圾邮件的概率为 P(A|B)，即(0.05×0.10) / 0.01 = 0.50。 

当然，垃圾邮件过滤器必须考虑电子邮件中的所有词，而非只考虑一个。事实证明，如果

做一些简单的（朴素的）假设——词在电子邮件中的顺序并不重要，而且每个词都有相同

的权重——那么可以这样为垃圾邮件分类器写贝叶斯方程： 

 

其中，message 是邮件，而 word 是其中的单词。通俗地说，上述方程表明，一封邮件是垃

圾邮件的概率与以下各项的乘积成正比： 

⚫ 数据集中任何一封邮件都是垃圾邮件的概率，即 P(S) 

⚫ 邮件中的每个单词出现在垃圾邮件中的概率，即 P(word|S) 



 

 

P(S)很容易计算，它就是垃圾邮件在数据集的所有邮件中的占比。如果用 1000封邮件训练

一个机器学习模型，其中 500 封是垃圾邮件，那么 P(S)=0.5。对于一个给定的单词，

P(word|S)是该单词在垃圾邮件中出现的次数除以所有垃圾邮件中的单词数。这样，整个问

题就简化为对单词进行计数。可以做一个类似的计算来计算一封邮件不是垃圾邮件的概率，

然后用这两个概率中较高的那个来做预测。 

下面是一个涉及 4 个电子邮件样本的例子。这些邮件是： 

 

如果去掉停用词，将字符转换为小写，并对 tomorrow's 这样的词进行词干提取（变成

tomorrow），那么会得到以下结果： 

 

由于 4 封邮件中有两封是垃圾邮件，两封不是，所以任何一封邮件是垃圾邮件的概率

（P(S)）为 0.5。任何一封邮件不是垃圾邮件的概率亦是如此（P(N)=0.5）。此外，垃圾邮

件包含 9 个独特的词，而非垃圾邮件总共包含 8 个。 

下一步是构建以下词频表。以“yesterday”（昨天）这个词为例。它在被标记为垃圾邮件

的邮件中出现一次，所以 P(yesterday|S)为 1/9，即 0.111。它在非垃圾邮件中出现两次，所

以 P(yesterday|N)为 2/8，即 0.250。 

 



 

 

这在一定程度上已经可用了。但是，表格中的零值还是一个问题。例如，假定要判断

“Scores must be reviewed by tomorrow”是否为垃圾邮件。我们去掉停用词，只剩下

“score review tomorrow”。可以像下面这样计算它是垃圾邮件的概率： 

 

结果是 0，因为任何垃圾邮件都没有“review”一词，而 0 乘以任何东西都是 0。算法根本

无法给“Scores must be reviewed by tomorrow”分配一个垃圾邮件概率。 

为了解决这个问题，一个常见的方法是应用拉普拉斯平滑法（Laplace smoothing）

（https://oreil.ly/iRt2y），也称为加法平滑法（additive smoothing）。通常，这涉及到在每个

分子上加 1，在每个分母上加数据集中独特词的数量（本例为 10）。现在，P(review|S)求值

为(0 + 1) / (9 + 10)，即 0.053。这不多，但总比没有好。下面是新的词频表，这次用拉普拉

斯平滑法进行了修订。 

 

现在，可以通过进行两个简单的计算来判断“Scores must be reviewed by tomorrow”是不

是垃圾邮件。 

 

根据结果，“Scores must be reviewed by tomorrow”很可能不是垃圾邮件。注意，这些概率

是相对的，但可以将它们归一化（normalize），并得出结论，即根据用于训练模型的邮件，

这封邮件有 40%的概率是垃圾邮件，60%的概率不是。 

幸好，所有这些计算都不需要手动进行。Scikit-Learn 提供了几个类来帮助你，其中包括

MultinomialNB 类（https://oreil.ly/twFtY），它与由 CountVectorizer 生成的单词计数表配

合得很好。 



 

 

4.4  垃圾邮件过滤 

现代垃圾邮件过滤器非常善于识别垃圾邮件，这并不是巧合。几乎所有过滤器都依赖于机

器学习。这种模型很难用算法来实现，因为使用 credit和 score等关键词来判断一封邮件是

否为垃圾邮件的算法很容易被愚弄。相比之下，机器学习检查是电子邮件的正文，并使用

它学到的东西对新邮件进行分类。这样的模型往往能达到 99%以上的准确率。而且，随着

时间的推移，它们会越来越聪明，因为用于训练它们的电子邮件越来越多。 

在之前的例子中，我们使用逻辑回归来预测输入的文本表达的是正面还是负面的情感。它

使用文本表达正面情感的概率作为情感分数。如果看到诸如“The long lines and poor 

customer service really turned me off”（大排长队，客户服务差劲）这样的表述，它的分数

会接近 0.0。而对于诸如“The food was great and the service was excellent!”（食物很好，服

务也不错！）这样的表述，它的分数会接近 1.0。现在，让我们构建一个二分类模型，将电

子邮件分类为垃圾邮件或非垃圾邮件，并使用朴素贝叶斯将该模型与训练数据拟合。 

在公共领域有几个垃圾邮件分类数据集。每个数据集都包含一个电子邮件的集合，其中的

样本用 1 标记为垃圾邮件，用 0 标记为非垃圾邮件。我们将使用一个相对较小的数据集，

其中包含 1000 个样本。首先，下载数据集（https://oreil.ly/hljvo）并把它复制到笔记本所

在目录的 Data 子目录。然后，加载数据并显示前五行。 

 

接着，检查数据集是否有重复的行。 

 

该数据集含有一个重复的行。让我们删除它并检查是否平衡。 

 

数据集现在包含 499 个不是垃圾邮件的样本以及 500 个是垃圾邮件的样本。下一步是使用

CountVectorizer 对邮件进行矢量化。同样地，我们允许 CountVectorizer 考虑单词对以

及单个词，并使用 Scikit 内置的英语停用词词典来去除停止词。 

 

拆分数据集，将 80%用于训练，20%用于测试。 



 

 

 

下一步是使用 Scikit 的 MultinomialNB类（https://oreil.ly/0CtOh）来训练一个朴素贝叶斯分

类器。 

 

使用混淆矩阵，用预留的 20%数据集进行测试，验证训练好的模型。 

 

该模型将 102 封合法邮件中的 101 封正确识别为非垃圾邮件，将 98 封垃圾邮件中的 95 封

正确识别为垃圾邮件。 

 

使用 score方法来大致估计模型的准确率：  

 

然，使用 Scikit 的 RocCurveDisplay 类来可视化 ROC 曲线。 



 

 

 

结果令人振奋。仅用 999个样本进行训练，ROC曲线下面积（AUC）表明该模型在将电子

邮件分类为垃圾邮件或非垃圾邮件方面的准确率超过 99.9%。 

  

现在，让我们看看该模型如何对它以前没有见过的几封邮件进行分类，首先是一封不是垃

圾邮件的邮件。该模型的 predict 方法返回是邮件的类别：0 代表非垃圾邮件，1 代表垃圾

邮件。 

 

模型说这封邮件不是垃圾邮件，但它不是垃圾邮件的概率是多少？为此，我们可以调用

predict_proba，它返回包含两个值的一个数组。按照顺序，两个值分别是预测类别为 0

的概率，以及预测类别为 1 的概率。 

 

模型似乎非常确定这封电子邮件是合法的： 

 

现在，用一封垃圾邮件来测试该模型。 

 



 

 

该邮件不是垃圾邮件的概率是多少？ 

 

答案是： 

 

该邮件是垃圾邮件的概率是多少？ 

 

答案是： 

 

注意，predict 和 predict_proba 接收的是一个输入列表。基于这个观察结果，你是否能

执行一次方法调用，就对一整批邮件进行分类？如何获得每封邮件的结果？ 

4.5  推荐系统 

近年来，机器学习衍变出的另一个分支是推荐系统（recommender systems）——向客户推

荐产品或服务的系统。事实证明，它非常有用。据报道，Amazon 的推荐系统推动了其 35%

的销售额（https://oreil.ly/ue81Q）。一个好消息是，不需要成为 Amazon，也不需要拥有

Amazon 的资源，就能自己构建一个推荐系统。一旦掌握了几条基本原则，创建这种系统

是相当容易的。 

推荐系统有多种形式。其中，基于流行度的系统（popularity-based systems）根据当前流行

的产品和服务向客户提供选择。例如，“这些是本周的畅销书”。协同系统（collaborative 

systems）则根据其他人的选择来做推荐。例如，“购买了这本书的顾客也同时购买了这些

书”。这两种系统都不需要机器学习。 

相反，还有一种“基于内容的系统”能极大地从机器学习中受益。这种系统的一个例子是：

“如果你购买本书，你可能还会喜欢这些书”。这种系统需要对商品之间的相似性进行量

化的一种方法。如果你喜欢电影“虎胆龙威”，那么可能喜欢、也可能不喜欢“巨蟒与圣

杯”。相反，如果喜欢“玩具总动员”，那么也可能喜欢“虫虫危机”。但是，如何用算法

来做出这种判断？ 

基于内容的推荐器需要两个要素：一种将构成服务或产品特质的属性进行矢量化（即转换

为数字）的方法，以及一种对所生成的矢量之间的相似度进行计算的方法。第一个要素很

容易。CountVectorizer 直接就能将文本转换为单词计数表。所以，为了构建一个推荐系

统，你只需一种对单词计数行之间的相似性进行度量的方法。其中，最简单、最有效的一

个方法是所谓的余弦相似（cosine similarity）技术。 



 

 

4.5.1  余弦相似性 

余弦相似性（cosine similarity）（https://oreil.ly/948eP）是一种数学手段，用于计算一对矢

量（或被视为矢量的数字行）之间的相似性。其基本思路是，获取一个样本中的每个值

（例如矢量文本行中的单词数），并将其作为一个矢量的端点坐标，另一个端点则位于坐

标系的原点。对两个样本这样做，然后在 m 维空间中计算矢量之间的余弦。其中，m 是值

在每个样本中的数量。由于 0 的余弦是 1，所以两个完全一样的矢量的相似度为 1。矢量

越不相似，余弦就越接近于 0。 

下面是一个二维空间中的例子。假设有三行数据，每行包含两个值。 

 

我们想判断与第 2 行更相似的是第 1 行还是第 3 行。仅凭数字很难判断，而且在现实生活

中，会有多得多的数字。如果简单地将每一行的数字相加，然后比较这些和，那么得出的

结论会是第 2 行与第 3 行更相似。但是，如果像图 4-2 那样将每一行视为一个矢量呢？ 

⚫ 第 1 行：(0, 0) → (1, 2) 

⚫ 第 2 行：(0, 0) → (2, 3) 

⚫ 第 3 行：(0, 0) → (3, 1) 

 

图 4-2  余弦相似性 

 

然后，可以将每一行作为一个矢量来绘制，计算 1 和 2 以及 2 和 3 所形成的角度的余弦。

这样会得出一个不同的结论：第 2 行更像第 1 行而不是第 3 行。这就是余弦相似性的简单

原理。 



 

 

余弦相似性并不局限于两个维度，它在更高维度的空间也能发挥作用。为了帮助计算余弦

相似性（无论多少维），Scikit 提供了 cosine_similarity 函数（https://oreil.ly/vc1Uv）。以

下代码计算了上例中三个样本的余弦相似度： 

 

返回值是一个相似性矩阵（similarity matrix），其中包含了每个矢量对的余弦值。矩阵的宽

度和高度等于样本的数量。 

 

从中可以看出，第 1 行和第 2 行的相似度为 0.992，而第 2 行和第 3 行的相似度为 0.789。

换言之，第 2 行与第 1 行的相似度比第 3 行高。第 2 行和第 3 行之间的相似度（0.789）也

比第 1 行和第 3 行之间的相似度（0.707）高。 

4.5.2  构建一个电影推荐系统 

现在，让我们利用余弦相似度来构建一个基于内容的电影推荐系统。首先下载数据集

（https://oreil.ly/ydE3v），它是Kaggle.com提供的几个电影数据集之一。这个数据集有大约

4800 部电影的信息，包括标题（title）、预算（budget）、类型（genres）、关键字

（keywords）、演员（cast）等等。将 CSV 文件放在 Jupyter 笔记本所在目录的 Data 子目录

下，然后加载数据集并浏览其内容。 

 

该数据集包含 24 列，其中只有几个是需要用来描述电影的。使用以下语句提取关键列，

例如 title和 genres，并用空字符串填充缺失的值： 

 

接着，添加一个名为 features（特征）的列，将其他列中的所有单词合并起来： 

 

使用 CountVectorizer 对 features 列中的文本进行矢量化： 

 



 

 

单词计数表包含 4803 行（每部电影一行）以及 918 列。下一个任务是计算每个行对（row 

pair）的余弦相似度： 

 

这个系统的终极目标是输入一个电影名称，并确定与该电影最相似的 n 部电影。为此，定

义一个名为 get_recommendations 的函数，它接受一个电影标题、一个包含所有电影信息

的 DataFrame、一个相似度矩阵以及要返回的电影标题的数量。 

 

该函数对余弦相似度进行降序排序，以确定与 title 参数所指定的那部电影相似度最高的

count 部电影。然后，返回这些电影的标题。 

现在，使用 get_recommendations 来搜索数据库中的相似电影。首先，询问与 007 系列

“Skyfall”（大破天幕杀机）最相似的 10 部电影： 

 

输出结果如下所示： 



 

 

 

再次调用 get_recommendations 来列出和“Mulan”（花木兰）相似的电影： 

 

请自行尝试其他电影。注意，只能输入数据集中已有的电影标题（名称）。使用以下语句

来打印一份完整的电影清单： 

 

相信你也会同意，这个系统在推荐相似电影时相当靠谱。对于大约 20 行的代码来说，这

已经很不错了！ 

4.6  小结 

对文本进行分类的机器学习模型很常见，在行业和日常生活中都有多种用途。例如，有哪

个理性的人不希望有一根魔法棒来清除所有垃圾邮件？ 

用来训练文本分类模型的文本必须在训练前进行准备并矢量化。准备工作包括转换成小写，

去除标点符号。另外，可能还要去除停用词，去除数字，以及进行词干提取或词形还原。

准备好的文本通过转换为一个词频表来进行矢量化。Scikit 的 CountVectorizer 类可以快

速完成矢量化过程，并帮你完成一些准备工作。 

一旦将文本转换为数值形式，就可以用逻辑回归和其他流行的分类算法对其进行分类。然

而，对于文本分类任务，朴素贝叶斯学习算法经常要胜过其他算法。通过做出一些“朴素”

（naive）的假设，例如单词在文本样本中出现的顺序不重要，朴素贝叶斯被简化为一个

对单词进行计数的过程。Scikit 的 MultinomialNB 类提供了一个好用的朴素贝叶斯实现。 

余弦相似性是一种计算两行数字之间相似性的数学方法。它的一个用途是构建推荐系统，

根据客户购买过的其他产品或服务来推荐新的产品或服务。我们将 CountVectorizer 从文

本描述生成的词频表与余弦相似性结合，从而创建一个智能推荐系统，使公司的利润最大

化。 

请随意使用本章的例子作为自己做实验的起点。例如，看看是否能在任何一个例子中调整

传递给 CountVectorizer 的参数，并提高所生成的模型的准确率。数据科学家将寻找最佳



 

 

参数组合的过程称为超参数调优（hyperparameter tuning），这是下一章要讨论的主题。 

  



 

 

第 5章  支持向量机 

支持向量机（Support Vector Machine，SVM）代表了机器学习的最前沿。它们最常用于解

决分类问题，但也可用于回归。由于以独特的方式将数学模型和数据拟合，所以 SVM 经

常在其他模型无能为力的情况下成功地找到类别之间的分离。从技术上讲，它们只能进行

二分类，但 Scikit-Learn 使它们能使用第 3 章中介绍的技术进行多分类。 

Scikit-Learn 通过针对分类模型的 SVC（Support Vector Classifier，支持向量分类器）

（https://oreil.ly/IAiWs）和针对回归模型的 SVR（Support Vector Regressor，支持向量回归

器）（https://oreil.ly/f8B8K）等类来简化支持向量机的构建。即使不了解 SVM 的工作原理，

也能使用这些类。但是，如果真正了解它们的工作原理，那么会更大地挖掘它们的潜力。

同样重要的是，应该了解如何为单独的数据集进行 SVM 调优，以及如何在训练模型前准

备数据。在本章的最后，我们将构建一个能进行面部识别的 SVM。但首先让我们深入幕

后，理解为什么说 SVM 通常是对真实世界数据集进行建模的首选机制。 

5.1  支持向量机的工作原理 

首先，为什么把它们称为支持向量机（SVM）？SVM 分类器的目的与其他任何分类器相

同，即找到一个决策边界，干净地分离出各个类别。SVM 通过在二维空间找到一条线，

在三维空间找到一个平面，或者在更高维的空间找到一个超平面（hyperplane）来实现这

一目的，从而以最大的确定性区分不同的类别。在图 5-1 的例子中，我们可以画无数条直

线来区分两个类，但最好的直线是产生最宽边缘的那条（如右图所示）。边缘宽度

（margin width）是指沿着垂直于边界的一条直线，每个类别中最靠近边界的两个点之间

的距离。这些点就是所谓的支持向量（support vectors），如红圈所示。 

 

图 5-1  最大边缘分类法 

 

当然，真实的数据很少能如此干净地分离。类别与类别之间的重叠不可避免地阻碍了完美

的拟合。为了顺应这种情况，SVM支持一个通常称为 C的正则化参数，可以通过调整它来

放松或收紧拟合。如图 5-2 所示，较低的 C 值会产生一个更宽的边缘，在决策边界的两侧



 

 

有更多的误差。较高的 C 值则会产生与训练数据更紧密的拟合；相应地，边缘会更窄，误

差也更少。但是，如果 C 值过高，那么模型可能不能很好地泛化或者说归纳（generalize）。

最佳值因数据集而异。数据科学家通常会尝试不同的 C 值，以确定哪一个对测试数据表现

最好。 

 

图 5-2   C值对边缘宽度的影响 

 

好了，虽然前面讲述的事实都是成立的，但还是没有解释为什么 SVM 如此出色。SVM 并

不是唯一以数学手段寻找不同类别的分离边界的模型。SVM 的特殊之处在于所谓的“核”

（kernels），其中一些核能为数据增加维度，以寻找低维度上不存在的边界。图 5-3 展示了

一个例子。在本例中，不可能画一条线将红点和紫点完全分开。但是，如果添加了如右图

所示的第三个维度——z 维度，其值基于一个点到中心的距离——那么就可以在紫点和红

点之间滑动一个平面，从而实现 100%的分离。在本例中，在二维中不可线性分离的数据

在三维中是可以线性分离的。在这里起作用的是 Cover 定理（https://oreil.ly/BAsz2）。该定

理指出，如果使用非线性变换投影到高维空间，那么不可线性分离的数据也许能够线性分

离。 



 

 

 

图 5-3  增加维度以实现线性分离 

  

本例使用一个特定的核变换（kernel transformation），即在每个 x 和 y 上增加一个 z，从而

将二维数据投影到三维空间。这种变换对于这个特定的数据集来说是有效的。但是，为了

使 SVM 更通用，我们需要一个与特定数据集的形状无关的核。 

5.1.1  核 

Scikit-Learn 内置了几个通用的核，包括线性核、RBF 核①、多项式核和 sigmoid（S 型）核。

线性核不增加维度，它在处理可直接线性分离的数据时效果不错，但在处理不可线性分离

的数据时就很差劲。将其应用于图 5-3 所描述的问题，将生成如图 5-4 左侧所示的决策边

界。将 RBF 核应用于相同的数据则生成了右边的决策边界。RBF 核将 x 和 y 值投影到一个

高维空间，并找到一个超平面，将紫点和红点干净地分开。当投影回二维空间时，决策边

界大致形成一个圆。在这个数据集上，使用适当调优的多项式核也能获得类似的结果，但

一般来说，RBF 核可以在非线性数据中找到多项式核无法找到的决策边界。正是由于这个

原因，所以 RBF 是 Scikit 的默认核类型。 

一个合理的问题是，RBF 核是否有在每个 x 和 y 上加了一个 z？简单的回答是没有。它高

效地将数据点投影到一个具有无限多维度的空间。注意，这里的重点是“高效”。核使用

称为核技巧（kernel tricks）的数学手段来衡量增加新维度的效果，同时不实际计算它们的

值。这就是 SVM 的数学显得很“高大上”的地方。核被精心设计为计算 m 维空间中的两

个 n 维向量之间的点积（m 大于 n，甚至可以无限大）（https://oreil.ly/yGUYS），同时并不

真的生成所有这些新维度。最终，点积成为 SVM 计算决策边界所需要的全部。这在数学

上相当于既得到了鱼，也得到了熊掌。这正是使 SVM 显得如此强大的秘密。SVM 在大数

 

① RBF 是“径向基函数”（Radial Basis Function）的简称，详情请参见 https://oreil.ly/IRswE。 



 

 

据集上的训练可能需要很长时间，但它的一个好处在于，在行数或样本数较少的小数据集

上往往能比其他学习算法做得更好。 

 

图 5-4   对比线性核与 RBF 核 

5.1.2  核技巧 

想看看如何利用核技巧来计算高维空间的点积，同时不为新维度实际计算值的例子吗？本

节的内容可以略过。但是，如果你像我一样，觉得从具体的例子中学习效果更好，那么可

能会发现本节的内容非常有帮助。 

先从前面介绍的二维圆形数据集开始，但这次让我们用以下方程式把它投影到三维空间。 

 

换言之，我们将通过在二维空间中对 x 和 y 进行平方来计算三维空间中的 x 和 y（x′和

y′），并加上一个 z，即原始 x和 y 与 2 的平方根的乘积。以这种方式投影数据，会在紫点

和红点之间产生一个清晰的分离，如图 5-5 所示。 

 



 

 

图 5-5  将二维点投影到三维，以分离两个类别 

 

SVM 的效率来自它能计算高维空间中两个向量（或点，可将它们视为向量）的点积，同

时不必将它们投影到该空间——也就是说，只使用原始空间的值。让我们创建两个点来做

实验： 

 

两个点的点积是这样计算的：  

 

当然，二维点积并不是很有帮助。一个 SVM 需要这些点在三维空间中的点积。让我们用

前面的方程式将 a 和 b 投影到三维空间，然后计算结果的点积： 

 

现在，我们有了一对二维点在三维空间的点积，但还必须在三维空间生成坐标才能得到它。

这正是最有趣的地方。以下函数，或者称为核技巧，只用原始二维空间的值就能产生同样

的结果： 

 

⟨a, b⟩是 a 和 b 的点积，所以⟨a, b⟩2 是 a 和 b 的点积的平方。由于我们已经知道如何计算 a

和 b 的点积，所以： 

 

这和对点进行显式投影所计算出来的结果一致，但又不需要真的进行投影。这就是核技巧

的常识。从二维到三维时，它节省了时间和内存。试想一下，在投影到无限多的维度时

（前面说过，这正是 RBF 核所做的事情），能够节省多少时间！ 

这里使用的核技巧并不是凭空捏造的。它恰好是一个 2 次（degree-2）多项式核所使用的。

在 Scikit 中，可以用 2 次多项式核为一个数据集拟合 SVM 分类器，如下所示： 

 

把它应用于前面描述的圆形数据集并绘制决策边界（图 5-6 右侧），其结果几乎与 RBF 核

生成的结果相同。有趣的是，一个 1 次多项式核（图 5-6 左侧）生成的决策边界与线性核

相同，因为直线就是一个 1 次多项式。 



 

 

 

图 5-6  对比 1 次与 2 次多项式核 

 

核技巧很特殊。每一个都是为了模拟向高维的一个特定投影而设计的。Scikit 提供了几个

核，但还有一些核是 Scikit没有内置的。可以用自己的核来扩展 Scikit，但它提供的那几个

核在绝大多数情况下都够用了。 

5.2  超参数调整 

一开始的时候，很难知道哪个内置核能生成最准确的模型。也很难知道最恰当的 C 值是多

少——这个值应该在训练数据的欠拟合和过拟合之间提供一个最佳的平衡，而且在用测试

数据运行模型时能产生最佳结果。对于 RBF和多项式核，还有第三个称为 gamma的值会影

响准确率。另外，对于多项式核，degree 参数会影响模型从训练数据中学习的能力。 

C 参数控制模型与训练数据的拟合度。该值越高，拟合越紧密，过拟合的风险越大。图 5-

7展示了RBF核是如何在不同 C值下对一组包含三个类别的训练数据进行拟合的。在 Scikit

中，默认 C = 1。但是，完全可以指定一个不同的值来调整拟合。可以在右下方的图中看

到过拟合的危险。一个位于最右边的点被归类为蓝色，尽管它可能属于黄色或棕色类别。

欠拟合也是一个问题。在左上方的图中，几乎所有非棕色的数据点都会被归为蓝色。 



 

 

  

图 5-7  C值对 RBF 核的影响 

 

除了 C 参数，使用 RBF 核的 SVM 要等到 gamma 也有了一个合适的值后，才能开始调优。

gamma 控制单个数据点在计算决策边界时的影响范围。较低的值会使用更多的点，并产生

更平滑的决策边界；较高的值涉及更少的点，并和训练数据更紧密地拟合。图 5-8 对此进

行了演示，在保持 C 不变的情况下，增大 gamma 会使决策边界更紧密地包围各个类别聚类

（clusters of classes）。gamma 可为任意非零正值，但 0 到 1 之间的值最常见。如果不手动指

定 gamma 的值，Scikit 会通过算法挑选一个默认值，而不是硬编码一个默认值。 

 

图 5-8  gamma 对 RBF 核的影响 



 

 

 

在实践中，数据科学家用不同的核和不同的参数值进行试验，以找到生成最准确模型的组

合，这个过程称为超参数调优（hyperparameter tuning）。超参数调优并不是只对 SVM 有用，

但几乎总是可以通过找到核类型、C 和 gamma 的最佳组合（对于多项式核，还有 degree）

来使 SVM 更准确。 

为了辅助进行超参数调优，Scikit 提供了一个优化器系列（https://oreil.ly/IFpOA），其中包

括 GridSearchCV（https://oreil.ly/n32OC），它尝试一组指定参数值的所有组合，并内置交

叉验证，以确定哪种组合能生成最准确的模型。这些优化器使你不必自己写代码来使用所

有独特的参数值组合进行蛮力查找。事实上，它们是自己多次训练模型，每次都用不同的

值组合来进行蛮力查找。最后，可以从 best_estimator_属性获取最准确的模型，从

best_params_属性获取生成最准确模型的参数值，并从 best_score_属性中获取最佳分数。 

下面是一个使用 Scikit的 SVC类来实现 SVM分类器的例子。对于初学者来说，可以创建使

用了默认参数值的一个 SVM 分类器，并通过以下两行代码将其和数据集拟合： 

 

上述代码使用 C = 1的 RBF 核。可以像下面这样指定核的类型以及 C和 gamma 的值： 

 

假设要尝试 2 个不同的核以及 5 个 C 和 gamma 值，看看哪个组合能产生最好的结果，那么

不需要写一个嵌套 for 循环。相反，可以这样做： 

 

对 fit 的调用要过一段时间才会返回。它对模型进行了 250 次训练，因为 kernel、C 和

gamma 共有 50 种不同的组合，而 cv=5 指定用 5 折交叉验证（2.6 节）来评估结果。一旦训

练完成，就可以像下面这样获取最佳模型： 

 

像上面这样进行多次查证并不罕见——第一次使用常规参数值，以后每次都基于从

best_params_获得的值进行小范围变化。前期更多的训练时间是为最终准确的模型而必须

付出的代价。重申一下，几乎总是可以通过找到参数的最佳组合来使 SVM 更加准确。而



 

 

不管怎样，蛮力法（brute force）都是识别最佳组合的最有效的方法。 

 SVC 类有一个特别的地方需要留意，即它默认不会计算概率。因此，如果想在一个

SVC 实例上调用 predict_proba，那么必须在创建实例时将 probability 设为 True，如下

所示： 

 

模型的训练速度会比较慢，但最后除了能获取预测结果，还能同时获取概率。另外，

Scikit 文档警告说：“predict_proba 的结果可能与 predict 不一致”。欲知详情，请参见文

档的 1.4.1.2 节（https://oreil.ly/Jg8X0）。 

5.3  数据归一化  

第 2 章指出，一些学习算法在归一化的数据上能更好地工作。非归一化的数据包含了取值

范围有很大区别的数值列——例如，一列中的值在 0~1 之间，而另一列中的值在

0~1000000 之间。SVM 是一种参数化学习算法。它用归一化数据进行训练很重要，因为

SVM 使用距离来计算边界（margin）。如果一个维度占的边界宽度比另一个维度大得多，

那么用于寻找最大边界的内部算法可能很难收敛于一个解。 

用归一化数据训练机器学习模型的重要性并不限于 SVM。决策树和学习算法（例如依赖

于决策树的随机森林和梯度提升决策树）都是非参数化的。所以，无论归一化还是非归一

化的数据，它们的表现一致。但是，它们只是一个例外。其他大多数学习算法都要在某种

程度上受益于数据的归一化。其中包括 k-近邻，尽管它是非参数化的，但它在内部使用基

于距离的计算来区分不同的类别。 

Scikit 提供了几个用于对数据进行归一化的类。其中最常用的是 MinMaxScaler

（https://oreil.ly/nz2wR）和 StandardScaler（https://oreil.ly/OTTrm）。前者通过将每一列

的值按比例缩减为 0.0~1.0 的值来归一化数据。这在数学上是很简单的一件事情。对于数

据集中的每一列，MinMaxScaler从该列的所有值中减去该列的最小值，然后用每个值除以

最小值和最大值之差。这样一来，在结果列中，最小值为 0.0，而最大值为 1.0。 

为了演示，我从 Scikit 内置的乳腺癌数据集（https://oreil.ly/IQAC9）中提取了两列取值范

围有很大区别的子集。每一列都包含 100 个值。下面是前 10 行： 



 

 

 

第一列的取值范围为 201.9~1878.0；第二列则为 0.000692~0.3754。图 5-9 展示了用 x 轴和

y 轴等比例绘制数据的情况。由于第一列的值比第二列的值大得多，所以数据点看起来形

成了一条直线。如果调整坐标轴的比例，使之与每一列的取值范围相匹配，那么会得到一

个全然不同的结果，如图 5-10 所示。 

 

图 5-9  用等比例的轴绘制的非归一化的数据 

 



 

 

 

图 5-10  用成比例的轴绘制的非归一化的数据 

  

这种非归一化数据会给参数化学习算法带来问题。解决这个问题的一个办法是对数据应用

MinMaxScaler，如下所示： 

 

下面是在进行了最小-最大归一化（MinMaxScaler）后的前 10 行： 

 

图 5-11 显示的是归一化后数据的等轴图。数据的形状并未改变。发生改变的是，两列现在

都包含 0.0~1.0 的值。 



 

 

 

图 5-11  用 MinMaxScaler 归一化的数据 

  

SVM 几乎总是能用归一化的数据进行更好的训练。但是，MinMaxScaler 执行的简单归一

化有时还不够。SVM 倾向于使用一种叫做标准化（standardization）（https://oreil.ly/UrsYP）

或者 Z-score（Z 分数）归一化的技术，它将数据归一化为单位方差（unit variance），从而

获得更好的响应。单位方差是通过对数据集中的每一列执行以下操作来获得的： 

⚫ 计算该列中所有值的平均值和标准差 

⚫ 从该列的每个值中减去平均值 

⚫ 用该列中的每个值除以标准差 

这正是 Scikit 的 StandardScaler 类对数据集执行的转换。要将单位方差应用于数据集，执

行以下寥寥几行代码即可：  

 

原始数据集中的值可能在每一列之间存在很大差异，但是转换后的数据集将包含以 0 为中

心的数字列，其范围与每一列的标准差成正比。将 StandardScaler 应用于数据集，生成

的前 10 行如下所示： 



 

 

 

而它将生成如图 5-12所示的分布。同样地，数据的形状没有发生改变，但定义该形状的值

却发生了很大变化。 

 

图 5-12  用 StandardScaler 归一化的数据 

 

用标准化的数据进行训练时，SVM 的表现熊掌是最好的。即使所有列都有类似的范围，

情况也是召引（顺便说一句，神经网络也是如此）。后者最典型的情况就是图像数据。图

像数据集的每一列虽然都有类似的取值范围（每一列都是 0~255 的像素值），但仍然能从

归一化中受益。当然也会有例外。但是，在不了解数据的分布——尤其是它是否有单位方

差——的情况下，将一堆数据扔给 SVM 通常是个错误。 

5.4  管道化 

如果对用于训练一个机器学习模型的值进行归一化或标准化，那么必须对模型的 predict



 

 

方法的输入值进行同样的转换。也就是说，如果像下面这样训练一个模型： 

 

那么必须像下面这样进行预测： 

 

否则，会得到无意义的预测结果。 

为了简化编码，并防止你忘记以同样的方式转换训练数据和预测数据，Scikit 提供了

make_pipeline 函数（https://oreil.ly/HHN2p）。它允许将预测模型——Scikit 称之为估计器

（estimators），或者像 SVC 这样的类的实例——与模型的输入数据转换进行合并。下例展

示了如何使用 make_pipeline来确保任何输入到模型的数据也是用 StandardScaler来转换

的： 

  

有了这个管道后，用于训练模型的数据会应用 StandardScaler，而用于预测的数据也会以

同样的方式进行转换。 

那么，如果想用 GridSearchCV 为一个合并了数据转换和估计器的管道找出最佳参数集呢？

这并不难，但有一个技巧需要知道。它涉及到在传递给 GridSearchCV 的 param_grid 字典

中使用以双下划线开头的类名，如下例所示： 

 

这个例子对模型进行 250 次训练，以便为管道中的 SVC 实例找到 kernel、C 和 gamma 的最

佳组合。注意“svc__”这个命名模式，它与传递给 make_pipeline 函数的 SVC 实例相对

应。 



 

 

5.5  使用 SVM 进行面部识别 

现代的面部识别一般通过神经网络来实现，但支持向量机同样靠谱。让我们建立一个面部

识别模型 来进行 证明。 我们 准 备使 用 Labeled Faces in the Wild (LFW)数据集

（https://oreil.ly/xG3LG），它包含了从网上收集的 13000 多张名人面部图像，并作为一个

样本数据集内置于 Scikit。在该数据集所代表的 5000 多人中，有 1680 人有两张或更多的

面部图像，而只有 5 人有 100 张或更多。我们将每个人的最小面孔数设置为 100，这意味

将导入和那 5 个名人对应的 5 组面部图像。每张面部图像都有对应的人名标签。 

首先创建一个新的 Jupyter 笔记本，并使用以下语句来加载数据集： 

 

总共加载了 1140 张面部图像。每张图的尺寸为 47×62 像素，每张图片共有 2914 个像素。

这意味着该数据集包含 2914 个特征。使用以下代码来显示数据集前 24 张图和对应的人： 

 

下面是输出： 

 

 通过生成直方图来显示为每个人导入了多少张面部图像，从而检查数据集的平衡性： 



 

 

 

输出结果显示，George W. Bush（小布什）的图像远远多于数据集中其他任何人的图像。 

 

分类模型最好用平衡的数据集来训练。所以，使用以下代码，将数据集缩减为每人 100 张

图像： 

 

注意，x 包含 500 张面部图像，y 包含与之对应的标签。0 代表 Colin Powell（科林·鲍威

尔），1代表Donald Rumsfeld（唐纳德·拉姆斯菲尔德），以此类推。现在让我们看看 SVM

是否能够理解这些数据。将训练三个不同的模型：一个使用线性核，一个使用多项式核，

还有一个使用 RBF 核。在每种情况下，都将使用 GridSearchCV 来优化超参数。从一个线

性模型和四个不同的 C 值开始： 



 

 

 

这个模型达到了 84.4%的交叉验证准确率。我们也许能通过对图像数据进行标准化来提高

准确率。再次运行相同的网格查找（grid search），但这次使用 StandardScaler对所有像素

值应用单位方差： 

 

对数据进行标准化后，精度得到了提高。C的什么值产生了这个精度？ 

 

多项式核有可能胜过线性核吗？有一个简单的方法可以找到答案。注意，这次在 grid 参

数中引入了 gamma和 degree参数。这些参数和 C一起，会显著影响多项式核对训练数据的

拟合能力。 

 

多项式核取得了与线性核相同的准确率。是什么参数值导致了这个结果？ 



 

 

 

best_params_属性表明，degree 的最佳值是 1，这意味着多项式核的表现和线性核一样。

既然如此，它能达到同样的准确率也就不足为奇了。那么，RBF 核的表现是否更好？ 

 

RBF 核的表现不如线性核和多项式核好。这里得到了一个教训。在和非线性数据拟合的时

候，RBF 核的表现通常比其他核更好。但是，这并不绝对。这就是为什么在使用 SVM 的

时候，最佳策略应该是为不同的核尝试不同的参数值。最佳组合将因数据集而异。对于

LFW 数据集，似乎线性核最好。这其实正合我们的意思，因为线性核是 Scikit 提供的所有

核中最快的。 

 

 除了 SVC 类之外，Scikit-Learn 还包括名为 LinearSVC 和 NuSVC 的 SVM 分类器。后者

支持与 SVC 类相同的一套核（kernels），但它使用一个称为 nu 的正则化参数代替了 C，以

不同的方式控制拟合的严格程度。NuSVC 不像 SVC 那样可以扩展到大数据集，根据我的经

验，它很少会用得到。LinearSVC 只实现了线性核，但它使用了一种不同的优化算法，训

练速度更快。如果用 SVC 训练很慢，而且你确定线性核能生成最好的模型，那么可以考虑

把 SVC 换成 LinearSVC。如果使用 GridSearchCV 训练一个模型数百次，那么即使对于规模

不大的数据集来说，更快的训练时间也是有意义的。要更多地了解这两个类在功能上的差

异，请参考 Angela Shi 撰写的“SVM with Scikit-Learn: What You Should Know”一文

（https://oreil.ly/OQl1k）。 

 

混淆矩阵是对模型准确率进行可视化的一个好方法。让我们拆分数据集，用 80%的图像训

练一个优化的线性模型，再用剩余 20%测试它，并在混淆矩阵中显示结果。 

第一步是拆分数据集。注意 stratify = y 参数，它确保在训练数据集和测试数据集中，

每个类别的样本比例与原始数据集相同。在本例中，训练数据集为 5 个人中的每个人包含

了 20 个样本。 



 

 

 

现在 ，用网格查找所揭示的最佳 C 值训练一个线性 SVM： 

 

交叉验证该模型以确认其准确率： 

 

使用混淆矩阵来观察模型在测试数据上的表现： 

 

下面是输出结果： 

 

该模型在 20 次中正确识别了 Colin Powell 19 次，Donald Rumsfeld  20 次，以此类推。这并

不坏。这也是体会支持向量机（SVM）实际表现的一个好例子。 



 

 

5.6  小结 

在对数据集进行拟合的时候，支持向量机（SVM）的表现经常比其他学习算法更好。支

持向量机是最大边缘（maximum-margin）分类器，使用所谓的“核技巧”（kernel tricks）

来模拟为数据增加维度。它的理论是，如果 n 大于 m，那么在 m 维上不能线性分离的数据

在 n维上也许是可以分离的。SVM最常的用途就是分类，但它们也可用于回归。作为一个

实验，尝试用 SVR 替换第 2 章打车费用例子中的 GradientBoostingRegressor，并使用

GridSearchCV 来优化模型的超参数。哪个模型能产生最高的交叉验证决定系数？ 

使用归一化为单位方差的数据，SVM 的训练效果通常会更好。即使所有列中的值都有相

似的范围，这样处理也能获得更好的效果。如果没有相似的范围，那么更是如此。可以使

用 Scikit 的 StandardScaler 类向数据应用单位方差。单位方差是通过将一列中的值减去该

列中所有值的平均值，结果再除以标准差来获得的。Scikit 的 make_pipeline 函数允许将

StandardScaler 等转换器和 SVC 等分类器合并为一个逻辑单元（管道化），以确保传递给

fit、predict 和 predict_proba 的数据经历同样的转换。 

SVM 需要调优（tuning）以获得最佳准确率。调优意味着为 C、gamma 和 kernel 等参数找

到恰当的值，它需要尝试不同的参数值组合并评估结果。Scikit 提供了 GridSearchCV 等类

在这方面提供帮助。但是，由于要为每个独特的参数值组合训练一次模型，所以会增加训

练时间。 

SVM 能为复杂的数据集拟合数学模型，这已经很神奇了。但在我看来，与主成分分析

（Principal Component Analysis，PCA）所做的数字体操相比，它还不够神奇。PCA解决了

机器学习中经常遇到的各种问题。我在介绍 PCA 时经常会告诉听众，它才是机器学习中

最不为人所知的秘密。但是，在第 6 章之后，它就不再是一个秘密了。 
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